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Resumo
Este artigo apresenta uma revisão da literatura sobre identificação e mitigação de condições de perda de linha de visadaem redes UWB, com foco em computação de borda. O diferencial em relação a estudos anteriores está na ênfase emsoluções que podem ser executadas diretamente em dispositivos embarcados, considerando restrições de recursoscomputacionais. A busca foi realizada em março de 2025 nas bases IEEE Xplore, ScienceDirect, Scopus, Taylor & Francis,Web of Science e Wiley Online Library. Foram inicialmente identificados 1050 artigos. Após a remoção de duplicatas,triagem por resumo e leitura completa do texto, restaram 17 estudos alinhados ao escopo da revisão. Os resultadosindicam a predominância de pesquisas voltadas a simplificação de features e modelos reduzidos. Diversos estudosmencionam adequação à computação de borda, mas não apresentam avaliação em dispositivos de hardware restrito. Opanorama obtido evidencia a necessidade de avançar para soluções que fechem o ciclo entre detecção e ação, avaliandolatência, consumo e memória diretamente na borda.
Palavras-Chave: Computação de borda; Perda de visada direta; UWB
Abstract
This article presents a literature review on the identification and mitigation of non-line-of-sight conditions in UWBnetworks, with a focus on edge computing. The difference from previous studies lies in the emphasis on solutionsthat can be executed directly on embedded devices, considering computational resource constraints. The search wasconducted in March 2025 in the IEEE Xplore, ScienceDirect, Scopus, Taylor & Francis, Web of Science, and Wiley OnlineLibrary databases. Initially, 1,050 articles were identified. After removing duplicates, screening abstracts, and readingthe full text, 17 studies aligned with the scope of the review remained. The results indicate the predominance of researchaimed at simplifying features and reduced models. Several studies mention suitability for edge computing, but do notpresent evaluation on restricted hardware devices. The overview obtained highlights the need to move towards solutionsthat close the loop between detection and action, evaluating latency, consumption, and memory directly at the edge.
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1 Introdução

Sistemas de localização em tempo real (Real-Time Location
Systems, RTLS), especialmente os baseados na tecnologiade banda ultralarga (Ultra-Wideband, UWB), vêm sendoempregados em aplicações que demandam rastreamentode robôs em tempo real. Em ambientes agrícolas, robôs au-tônomos têm utilizado UWB para a navegação em estufas(Feng et al., 2023), e em estábulos durante a distribuiçãoautomatizada de ração, contribuindo para a eficiência domanejo alimentar dos animais (Chen et al., 2024). No setorindustrial, veículos guiados automaticamente (Automated
Guided Vehicle, AGV) são empregados para operações logís-ticas em ambientes fabris (Benouakta et al., 2024; Verdeet al., 2023).Estudos apontam que a presença de obstáculos em am-bientes internos, como estantes metálicas, máquinas, ro-bôs, plantas ou mesmo o fluxo de pessoas, provoca con-dições de perda de visada. Essa condição pode aumen-tar em ordem de metros o erro de distância em siste-mas UWB, comprometendo a acurácia do posicionamento(Wang et al., 2023). Entretanto, revisões técnicas desta-cam o potencial do UWB como alternativa superior a outrastecnologias sem fio tradicionais, como Wireless Fidelity(Wi-Fi) e Bluetooth, especialmente em cenários internoscom alta densidade de obstáculos e exigência de respostarápida (Kalyanam, 2020). Assim, a tecnologia UWB semantém como solução preferencial para aplicações de lo-gística 4.0 e robótica autônoma em armazéns, em razãode sua largura de banda, relativa imunidade a multiper-curso e capacidade de fornecer atualizações de posição comtaxa adequada às aplicações. A literatura descreve diversasestratégias de mitigação, sobretudo classificadores e re-gressões, que operam sobre o vetor de resposta ao impulsodo canal, ou Channel Impulse Response (CIR). Estas aborda-gens, entretanto, costumam depender de processamentoexterno, como servidores ou gateways, o que introduz la-tências indesejáveis e restringe a escalabilidade em cená-rios que exigem execução com baixa latência (Elsanhouryet al., 2022; Barral et al., 2019).Enquanto isso, Tiny Machine Learning (TinyML) repre-senta um subconjunto especializado da computação deborda (edge computing), dedicado à execução de mode-los de aprendizado de máquina em dispositivos com re-cursos computacionais limitados, como microcontrolado-res (Elhanashi et al., 2024; Situnayake e Plunkett, 2023).Nesse contexto, o paradigma TinyML é considerado pro-missor por permitir a execução local de modelos direta-mente em microcontroladores, eliminando a necessidadede transmissão contínua de dados para servidores exter-nos. Essa abordagem é especialmente vantajosa no trata-mento de sinais complexos, de alta taxa ou sensíveis, cujoenvio pode ser inviável por limitações de largura de bandaou consumo energético (Ray, 2022; Situnayake e Plunkett,2023). Ao processar os dados na borda, o sistema ganhaautonomia, reduz a latência e se torna mais resiliente afalhas de conectividade (Abadade et al., 2023). Aplicado asistemas UWB, o TinyML permite que o próprio nó móvelidentifique enlaces NLOS e mitigue localmente o erro dedistância, preservando a operação em tempo real e redu-zindo a dependência de infraestrutura.Este artigo apresenta uma revisão da literatura sobre

identificação e mitigação da condição NLOS utilizandocomputação de borda. Este artigo está estruturado emseis seções. A Seção 1 apresenta o contexto do estudo. ASeção 2 reúne os trabalhos relacionados e situa esta revisãono estado da arte. A Seção 3 descreve os procedimentos debusca e filtragem utilizados na seleção dos artigos. A Se-ção 4 apresenta os achados, incluindo o foco dos estudos,o local de inferência e a avaliação dos trabalhos embar-cados, que contempla as técnicas de redução abordadase os principais desafios identificados. A Seção 5 discuteos resultados a partir das evidências coletadas e apontalimitações. Por fim, a Seção 6 apresenta as consideraçõesfinais do artigo e perspectivas futuras.
2 Trabalhos Relacionados

Durante as consultas de artigos relacionados, dois traba-lhos de revisão bibliográfica apresentaram conteúdos se-melhantes ao tema deste estudo. Wang et al. (2023) apre-sentaram um survey específico de UWB que parte dos fun-damentos da condição NLOS, explicita seu impacto no errode posicionamento e organiza o campo em duas frentes:identificação e mitigação. Uma taxonomia contempla iden-tificação baseada em análise de resíduos, estatísticas decanal, aprendizado de máquina e relações geométricas.Para mitigação, descreve estratégias como ponderação,aplicação de filtros, reconstrução de visada, uso de redesneurais, otimização com restrições e rastreamento de tra-jetórias. O texto ainda relaciona a escolha dos métodosàs características de geração do sinal UWB, o que o tornaparticularmente aderente ao domínio dessa tecnologia.O trabalho de Nkrow et al. (2024) ampliou o recorte parasistemas de localização baseados em tempo, abrangendoUWB e outras tecnologias. O artigo descreve os efeitos e de-safios da condição NLOS, classifica abordagens de identifi-cação e mitigação em diferentes categorias e introduz umaorganização adicional por tipo de medida, distinguindoestratégias de medida única e híbridas. O survey apresentaos méritos e limites de cada família de técnicas e registralições aprendidas, incluindo a necessidade de considerarcenários dinâmicos na avaliação. A contribuição é rele-vante para situar o leitor em um panorama mais amplo,ainda que não estabeleça critérios operacionais prescriti-vos para a seleção de técnicas.Ambos os trabalhos convergem ao tratar a condiçãoNLOS como fonte estrutural de viés e ao abordar famíliassemelhantes de técnicas, mas divergem quanto ao escopo.Wang et al. (2023) mantiveram o foco em UWB e discu-tiram como o próprio sinal orienta a seleção de métodos.Por sua vez, Nkrow et al. (2024) organizaram o campo porfunção e por tipo de medida em múltiplas tecnologias, oque implica requisitos específicos de sincronização.Este artigo apresenta uma revisão que se diferencia dasdemais pelo foco na execução em dispositivos com recur-sos limitados, especialmente em cenários que envolvem
TinyML. Ao direcionar a análise para essa perspectiva, oestudo não apenas identifica estratégias de identificaçãoe mitigação de NLOS, mas também enfatiza a relevânciade pesquisas que considerem restrições de memória, con-sumo de energia e latência. Essa abordagem pode ser deci-siva para sistemas que demandam baixa latência.
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3 Metodologia
Esta seção apresenta o processo de filtragem da literatura.O objetivo é identificar, classificar e analisar estudos rele-vantes sobre o uso de aprendizado de máquina embarcadoem sistemas UWB para identificação de perda de visada emitigação do erro de posicionamento. A filtragem seguiudiretrizes metodológicas consolidadas, conforme descritopor Petersen et al. (2008, 2015); Cooper (2016).A pesquisa adotou um procedimento replicável de sele-ção da literatura científica, a fim de garantir rigor e trans-parência na definição do corpus analisado. Com base emcritérios claramente definidos, foi realizada a triagem depublicações pertinentes ao escopo da revisão, em conso-nância com práticas reconhecidas em revisões estrutura-das de Lima et al. (2025); Heckler et al. (2025); de Avilae Barbosa (2025); da Silva Hoffmann et al. (2025); Eichet al. (2025); Schroeder et al. (2026); de Oliveira Garré et al.(2026); Kehl Matter et al. (2026).Como resultado desse processo, foram identificadosdezessete artigos que propõem estratégias baseadas emaprendizado de máquina para identificação e mitigação decondições NLOS em sistemas UWB. As abordagens encon-tradas visam à execução direta em dispositivos embarca-dos, ou recorrem a modelos reduzidos, compatíveis complataformas computacionais de recursos limitados, típicasdesse tipo de dispositivo.
3.1 Procedimento de Busca

A string de busca combinou termos relacionados à tecno-logia UWB e ao aprendizado de máquina embarcado, queconstituem os principais tópicos desta pesquisa. A pri-meira parte da string contemplou variações do termo UWB,incluindo grafias e abreviações alternativas. Em seguida,foram utilizados termos relacionados ao aprendizado demáquina. Por fim, foram incluídas expressões específicasligadas ao domínio de propagação de sinais, com o intuitode localizar estudos focados na otimização de sistemasUWB em ambientes desafiadores. A Tabela 1 apresenta a
string de busca, onde estão os termos e sua organizaçãopara realização das consultas.A busca foi realizada em março de 2025, abrangendo asseguintes bases de dados: IEEE Xplore1, ScienceDirect2,Scopus3, Taylor & Francis 4, Web of Science5, Wiley OnlineLibrary6. A seleção dessas fontes visou contemplar publi-cações nas áreas de ciência da computação e engenhariaelétrica.
3.2 Procedimento de Filtragem

Após a consulta nas bases de dados, os artigos passarampor um processo de filtragem, baseado em critérios de in-clusão (ICs) e exclusão (ECs). Foram selecionados apenas
1https://ieeexplore.ieee.org/Xplore/home.jsp2https://www.sciencedirect.com/3https://www.scopus.com/4https://www.tandfonline.com/5https://login.webofknowledge.com/6https://onlinelibrary.wiley.com/

os estudos que atendessem a todos os critérios de inclu-são, enquanto os que atenderam a pelo menos um critériode exclusão foram descartados. Os critérios de inclusãoutilizados foram:
• IC1: Artigos publicados entre 2015 e março de 2025;• IC2: Artigos publicados em conferências ou periódicos;• IC3: Artigos publicados em língua inglesa;• IC4: Artigo não pode ser uma revisão bibliográfica.

Os critérios de exclusão adotados foram:
• EC1: O artigo não foca no uso de aprendizado de má-quina;• EC2: O artigo não utiliza o sinal CIR;• EC3: O artigo não foca na identificação ou mitigação deNLOS;• EC4: Artigos retratados;• EC5: Artigos sem acesso ao texto completo;• EC6: O artigo não utiliza aprendizado de máquina em-barcado ou otimizado para sistemas embarcados.

A Fig. 1 ilustra as etapas do processo de triagem. A apli-cação da string de busca nas bases resultou inicialmenteem 1050 estudos, submetidos à filtragem com base nos cri-térios definidos. Todas as bases permitiram aplicar filtrosdiretamente em suas ferramentas de busca. A gestão dosdados e metadados dos artigos foi realizada com o auxíliodo Parsifal7, que oferece suporte à condução de revisõessistemáticas, desde o registro do protocolo e a aplicação deaprovação e reprovação dos artigos selecionando o critériode exclusão.Na fase de combinação e remoção de duplicatas, foramidentificadas e eliminadas entradas repetidas, totalizando332 estudos duplicados. Em seguida, foi aplicada a fil-tragem por resumo, considerando os critérios EC1 a EC4.Nessa etapa, 75,62% dos artigos foram descartados, resul-tando em 175 estudos retidos para as próximas fases.A fase seguinte aplicou o critério EC5, responsável porreduzir a amostra para 164 artigos, representando um des-carte de 3,42%. Posteriormente, os estudos foram anali-sados por meio do método de três passagens (Three Pass
Method) proposto por Keshav (2007), que organiza a lei-tura dos artigos em níveis progressivos de profundidade.A primeira passagem envolve a leitura do título, resumo,introdução, títulos das seções e subseções e a conclusãode forma completa. A segunda passagem foca em figuras,gráficos e outros elementos visuais, enquanto a terceiraconsiste na leitura detalhada e integral do texto.Uma característica relevante deste procedimento foi apossibilidade de realizar uma filtragem preliminar base-ada na identificação de algoritmos destinados à detecçãoou mitigação da condição NLOS em sistemas UWB, masque não possuíam foco em implementação embarcada. Porfim, foi realizada a leitura integral dos artigos selecionadoscom o objetivo específico de verificar se os algoritmos pro-postos eram executados diretamente em dispositivos comrecursos de hardware reduzidos, ou se utilizavam modelosde aprendizado de máquina adaptados para execução nes-sas plataformas. Após essa etapa, dezessete artigos foramselecionados por estarem alinhados aos objetivos desta

7https://parsif.al
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Tabela 1: String de busca
Termos Principais Termos AplicadosUWB "UWB" OR "Ultra Wide Band" OR "Ultra-Wideband" OR "Ultrawideband"ANDMachine Learning "Machine Learning" OR "Deep Learning" OR "ML" OR "Neural Network" OR "TinyML"ANDTermos Específicos "NLOS" OR "Non Line of Sight" OR "CIR" OR "Channel Impulse Response"
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Figura 1: Processo de Filtragem
pesquisa. Eles são apresentados na Tabela 2, onde a pri-meira coluna identifica numericamente cada artigo (ID),seguida da referência bibliográfica. O ano de publicaçãoestá indicado na terceira coluna. Em seguida, é apresen-tado o foco de cada estudo, que pode envolver identificaçãode perda de visada, mitigação do erro de posição, ambasou classificação da posição. Por fim, é informado o localonde a inferência dos dados foi realizada: embarcada, par-cialmente embarcada ou otimizada para o uso embarcado.

4 Resultados

Esta seção apresenta os resultados da revisão a partir dofoco de cada estudo e do local da inferência. Em seguida, aanálise foi concentrado nos trabalhos que realizam execu-ção embarcada completa, sintetizando técnicas de reduçãoe desafios, de modo a evidenciar as contribuições aplicá-veis a dispositivos com recursos limitados.

4.1 Foco do estudo

A partir da análise dos artigos selecionados, as contribui-ções foram organizadas em quatro categorias principais:detecção de NLOS, mitigação de erro, abordagens que com-binam detecção e mitigação e métodos de classificação.Essa organização está representada na Fig. 2, em que osIDs associados a cada segmento indicam os artigos relaci-onados à respectiva categoria.
Uma parcela dos trabalhos, correspondente a 23,5%(4/17) do total analisado, tem como principal contribui-ção apenas identificar se o sistema se encontra operandoem condição de NLOS. Nestes casos, a preocupação centralnão está na correção dos erros de medição, mas sim nadetecção da presença de obstáculos que comprometem avisada direta entre os dispositivos de medição (He et al.,2024; Ember et al., 2023; Lee et al., 2024; Wu et al., 2024).A identificação da condição de NLOS já é considerada rele-vante, uma vez que pode subsidiar decisões posteriores nosistema de localização.Outro grupo, que representa 29,4% (5/17) dos artigos,
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Tabela 2: Trabalhos Selecionados, organizados por ano de publicação.
ID Referência Ano Foco do Artigo Local de Inferência01 Bregar e Mohorčič (2018) 2018 NLOS e Mitigação Embarcado02 Niitsoo et al. (2019) 2019 Mitigação Parcialmente Embarcado03 Stahlke et al. (2019) 2019 Classificação Otimizado04 Fontaine et al. (2020) 2020 Mitigação Embarcado05 Ferreira et al. (2021) 2021 NLOS e Mitigação Otimizado06 Altstidl et al. (2021) 2021 Mitigação Parcialmente Embarcado07 Angarano et al. (2021) 2021 Mitigação Embarcado08 Schmelter e Roehrig (2022) 2022 NLOS e Mitigação Embarcado09 Gallacher, Stocker, Boano e Romer (2023) 2023 NLOS e Mitigação Otimizado10 Jones et al. (2023) 2023 Mitigação Embarcado11 Gallacher, Stocker, Baddeley, Römer e Boano (2023) 2023 NLOS e Mitigação Embarcado12 Ember et al. (2023) 2023 NLOS Otimizado13 Choi et al. (2024) 2024 NLOS e Mitigação Embarcado14 He et al. (2024) 2024 NLOS Otimizado15 Lee et al. (2024) 2024 NLOS Embarcado16 Kolli et al. (2024) 2024 Classificação Otimizado17 Wu et al. (2024) 2024 NLOS Embarcado
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ID [12, 14, 15, 17]

23.5%

MITIGAÇÃO
ID [2, 4, 6, 7, 10]
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NLOS+MITIGAÇÃO
ID [1, 5, 8, 9, 11, 13]

35.3%

CLASSIFICAÇÃO
ID [3, 16]

11.8%

Figura 2: Distribuição da contribuição do estudorelacionado a UWB.
contribui exclusivamente na mitigação dos erros causadosou não por NLOS. Essas abordagens não necessariamentefocam em identificar se a condição NLOS está presente,mas propõem métodos para atenuar os desvios nas medi-ções, com o intuito de obter estimativas de posição maisprecisas, mesmo em ambientes adversos (Niitsoo et al.,2019; Altstidl et al., 2021; Fontaine et al., 2020; Angaranoet al., 2021; Jones et al., 2023). O foco está na correção dosdados, visando à obtenção de coordenadas espaciais commaior exatidão.A categoria mais representativa, englobando 35,3%(6/17) dos estudos, contempla trabalhos que se dedicamtanto à identificação da condição de NLOS quanto à poste-rior mitigação dos erros decorrentes dessa situação. Essaabordagem integrada é considerada mais robusta, poisreconhece que a aplicação indiscriminada de técnicas decorreção pode ser ineficaz ou até prejudicial em cenáriosonde a linha de visada não está comprometida (Choi et al.,2024; Ferreira et al., 2021; Bregar e Mohorčič, 2018; Galla-cher, Stocker, Baddeley, Römer e Boano, 2023; Gallacher,Stocker, Boano e Romer, 2023; Schmelter e Roehrig, 2022).Assim, os modelos dessa categoria classificam primeira-

mente o ambiente quanto à presença ou ausência de NLOSe, em seguida, aplicam técnicas apropriadas de compensa-ção do erro.Por fim, 11,8% (2/17) dos artigos adota uma abordagemdistinta ao tratar o problema como uma tarefa de classi-ficação. Nesses casos, o objetivo não é estimar coordena-das contínuas no espaço tridimensional ou bidimensional,mas sim identificar em qual região pré-definida a tag seencontra (Stahlke et al., 2019; Kolli et al., 2024). Portanto,essa estratégia abstrai as coordenadas exatas e concentraa atenção na identificação da zona de localização, o quea caracteriza como um problema típico de classificaçãosupervisionada.Essa análise permite a compreensão das contribuiçõesdos estudos para a tecnologia de localização utilizandoUWB. Também permite a orientação das futuras propostasque visem à otimização de sistemas UWB com recursoslimitados.
4.2 Local de Inferência

A análise dos artigos possibilitou a categorização dos tra-balhos com base no local de execução dos algoritmos deinferência. A Fig. 3 mostra os artigos organizados por ca-tegorias onde a numeração indica os IDs dos artigos as-sociados a cada categoria. A maioria dos estudos 52,9%(9/17), propõe algoritmos totalmente embarcados, ou seja,implementados integralmente na borda com uso de mi-crocontroladores ou microprocessadores com recursos li-mitados (Choi et al., 2024; Fontaine et al., 2020; Bregare Mohorčič, 2018; Gallacher, Stocker, Baddeley, Römer eBoano, 2023; Lee et al., 2024; Angarano et al., 2021; Wuet al., 2024; Jones et al., 2023; Schmelter e Roehrig, 2022).Esses trabalhos evidenciam um foco particular na eficiên-cia computacional e na baixa latência, aspectos essenciaispara aplicações em tempo real, como a detecção de NLOS ea mitigação de erros de medição em sistemas UWB.Por outro lado, 35,3% (6/17) dos artigos apresentam al-goritmos que foram otimizados com o objetivo de reduzirseu custo computacional, tornando-os mais adequadospara execução em plataformas embarcadas. No entanto,
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35.3%
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Figura 3: Distribuição do local de inferência.
apesar da preocupação com eficiência, esses algoritmosnão foram efetivamente implementados e avaliados emhardware restrito, permanecendo em um estágio de simu-lação ou de verificação parcial (He et al., 2024; Stahlke et al.,2019; Ferreira et al., 2021; Ember et al., 2023; Gallacher,Stocker, Boano e Romer, 2023; Kolli et al., 2024). Aindaassim, essa classe de trabalhos representa um avanço im-portante na direção da adoção de TinyML em aplicaçõesUWB.Por fim, um subconjunto menor dos trabalhos, corres-pondente a 11,8% (2/17), adota uma abordagem híbrida,com algoritmos parcialmente embarcados. Nesse caso,parte do processamento é realizada localmente na borda,enquanto o restante é transmitido a um servidor central,que executa as etapas mais complexas (Niitsoo et al., 2019;Altstidl et al., 2021). Essa arquitetura, embora permitao uso de modelos mais robustos, compromete a disponi-bilidade imediata da informação na borda, de modo queações rápidas de detecção de NLOS ou mitigação de erronão estão disponíveis em tempo real no dispositivo. Tallimitação pode restringir o uso desses sistemas em aplica-ções críticas ou com restrições de conectividade.
4.3 Avaliação dos trabalhos embarcados

Foi realizada uma análise comparativa focada exclusiva-mente nos trabalhos que implementaram seus modelos deforma totalmente embarcada. Essa escolha se justifica peloalinhamento com o objetivo da pesquisa, que é investigarsoluções para execução em dispositivos com recursos com-putacionais restritos, como microcontroladores. Os estu-dos considerados para esta etapa estão na Tabela 3, a qualapresenta um comparativo entre trabalhos que implemen-taram modelos de inferência completamente embarcados,organizados por ano de publicação. A tabela mostra a refe-rência do estudo, o algoritmo de aprendizado de máquinaempregado, o dispositivo utilizado para realizar a inferên-cia, o foco principal da aplicação, e os dados de entrada doalgoritmo.Cabe destacar que a categoria de execução totalmenteembarcada reúne plataformas com capacidades computa-

cionais distintas, que vão de microcontroladores de classeCortex-M a microprocessadores como Raspberry Pi e NVI-DIA Jetson Nano, além de smartphones. Dos nove trabalhoscom inferência totalmente embarcada, apenas três execu-tam os modelos em microcontroladores (Jones et al., 2023;Gallacher, Stocker, Baddeley, Römer e Boano, 2023; Wuet al., 2024). Considerando a elevada heterogeneidade dosrecursos utilizados pelos estudos, não foi realizada umacomparação direta de desempenho, pois tais diferençaslimitam a comparabilidade dos resultados. Dessa forma,esta revisão prioriza a identificação e o agrupamento dasabordagens adotadas.Bregar e Mohorčič (2018) propuseram duas CNNs com-pactas adequadas a plataformas restritas: a primeira clas-sifica o canal como LOS ou NLOS a partir de 152 amos-tras do CIR. A segunda estima o viés residual da distância,posteriormente utilizado por estimadores LS e WLS. Foiavaliado principalmente o desempenho computacional,medindo classificações por segundo em plataformas comoRaspberry Pi 1 e 3.No trabalho de Fontaine et al. (2020), o erro de alcanceem ambientes industriais é mitigado por meio de um au-
toencoder semi-supervisionado combinado a uma CNN. Omodelo emprega uma função de custo dual, permitindo autilização simultânea de amostras rotuladas e não rotula-das. A inferência é executada em um NVIDIA Jetson Nano.Em experimentos envolvendo 21 âncoras e 23 posições deteste, o erro médio foi reduzido de 214 mm para 58 mm.Angarano et al. (2021) propuseram o REMnet, que efe-tua regressão direta do erro de alcance utilizando exclusi-vamente o vetor CIR. A arquitetura adota convoluções 1D eblocos Squeeze-and-Excitation, sendo posteriormente oti-mizada por poda e quantização em 8 bits. O modelo final,com 32 kB, é executado em um microprocessador ARMCortex-A53, consumindo menos de 6,2 mJ por medição,e apresentou reduções de erro de distância de 44,7% emcondições NLOS.Schmelter e Roehrig (2022) propuseram uma aborda-gem em duas etapas: uma ANN convolucional classificaLOS/NLOS. Enquanto uma segunda ANN, aplicada apenas amedições LOS, estima o erro residual. A entrada mescla 128amostras complexas do CIR e nove métricas do DW1000.Na Raspberry Pi 4, o sistema processou aproximadamente4,3 mil inferências por segundo. Nos experimentos, foiobservado uma redução do desvio-padrão do erro de 121mm para 109 mm e do MAE de 82 mm para 77 mm.Jones et al. (2023) investigaram modelos MLP rasospara UWB e LoRa. Utilizando TensorFlow Lite Micro, emmicrocontroladores Cortex-M4 e processam estatísticasde ranging (distância, RSSI, e PSA). Em testes com qua-tro âncoras, foi observado redução de 19% no MAE paraUWB e de 70% para LoRa, evidenciando que arquiteturasrasas podem melhorar significativamente a localizaçãoem tempo real com baixo custo computacional.O framework InSight proposto por Gallacher, Stocker,Baddeley, Römer e Boano (2023) apresenta um modelo declassificação NLOS e correção de alcance que são executa-dos diretamente em tags UWB. Dependendo das restriçõesde memória, o framework seleciona versões de XGBoost ouREMNet. Em um teste com 36 âncoras, a solução reduziuo erro de localização no percentil 90 em até 1,6m.Choi et al. (2024) apresentaram um sistema de locali-
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Tabela 3: Trabalhos com inferências embarcadas, organizados por ano de publicação.
ID Referência Ano Algoritmo Utilizado Hardware de Infe-

rência
Foco Feature de Entrada

01 Bregar e Mohorčič(2018) 2018 CNN Raspberry Pi 1 e 3 ClassificaçãoNLOS/LOS e errode medição
152 amostras do CIR

04 Fontaine et al.(2020) 2020 Dual-loss AutoencoderPredictor (AEP) comCNN
NVIDIA Jetsonnano Erro de distância paracorreção 500 amostras do CIR

07 Angarano et al.(2021) 2021 REMNet com aten-ção (Squeeze-and-Excitation)
ARM Cortex-A53/A57, Edge TPU,Nvidia GPUs

Correção contínua doerro de ranging 152 amostras do CIR

08 Schmelter e Roeh-rig (2022) 2022 Duas ANNs (classifica-ção LoS/NLoS e regres-são de erro)
Raspberry Pi ClassificaçãoNLOS/LOS + errocontínuo

CIR (2×128) + 9 métri-cas do DW1000
10 Jones et al. (2023) 2023 Shallow NN (1 camadaoculta com 20 neurô-nios)

nRF52832 Localização 12 entradas (3 por ân-cora), extraidas do CIR
11 Gallacher, Stocker,Baddeley, Römer eBoano (2023)

2023 REMNet (CNN Resi-dual com atenção),SVM, XGBoost
nRF52840 ClassificaçãoLoS/NLoS + regressãode erro

CIR reduzido por ja-nelas + métricas doDW100013 Choi et al. (2024) 2024 CNN para NLOS +LSTM (RNN) paralocalização
Smartphone(Samsung GalaxyNote20 Ultra)

Probabilidade de NLOS+ coordenadas (x, y) CIR (eCIR), TDOA, ace-lerômetro e giroscópio
15 Lee et al. (2024) 2024 CNN para NLOS Smartphone (Sam-sung Note20 Ultra) Probabilidade de NLoS 135 amostras do CIR
17 Wu et al. (2024) 2024 MLP com Self-

Attention
Arduino Nano BLE ClassificaçãoLOS/NLOS 57 features (50 do CIR+ 7 do canal)

zação indoor baseado em UWB–DL-TDOA cujo objetivo éreduzir o consumo energético sem comprometer a exati-dão em cenários NLOS. Uma CNN analisa o (CIR), e calculaa probabilidade de ocorrência de NLOS. Esse valor alimentaum módulo de controle que ajusta, de forma adaptativa, afrequência de ranging do DL-TDOA. Em situações de baixacadência ou ausência de sinal, uma RNN, combinada comdados de sensores inerciais, propaga a estimativa de posi-ção até que novas medições UWB sejam obtidas. A soluçãofoi implementada em um smartphone Galaxy Note20 Ultraconectado a um módulo Qorvo, resultando em economiade 46% de energia sob LOS e em ganho de 41% na preci-são sob NLOS, quando comparada a abordagens DL-TDOAconvencionais.Lee et al. (2024) abordaram o NDA, um métodoDL-TDOA que combina: redução do CIR para 135 amos-tras via eCIR-updater, classificação LOS/NLOS por CNN,seleção adaptativa de quatro âncoras com baixa probabili-dade de NLOS. Uma avaliação realizada em dois escritóriosapresentou uma redução do RMSE em 62% para o casoestacionário e em 20% durante movimento.Wu et al. (2024) propuseram um classificador TinyML,construído a partir de 57 atributos (50 amostras do CIRem torno do FP_INDEX e sete métricas do DW1000). Apóspré-treinamento, as primeiras camadas são congeladas eadiciona-se um bloco de autoatenção que aprimora a repre-sentatividade das características. O modelo, quantizadoem 8 bits, ocupa 10,3 kB de flash e realiza inferências em0,97 ms em um Arduino Nano BLE, mantendo acurácia de93,14%.Uma síntese do ganho de cada abordagem foi conside-rada durante a análise, mas não se mostrou sustentável apartir dos dados disponíveis nos estudos. Os trabalhos não

compartilham conjuntos de dados, protocolos de treina-mento e avaliação ou linhas de base. Isso acontece porqueuma parcela das pesquisas reporta a redução do erro emrelação à própria estimativa não corrigida, enquanto outraparcela prefere comparar os resultados com um métodoconvencional de posicionamento, e ainda há autores queapresentam exclusivamente métricas absolutas de classi-ficação ou de custo de execução. Como as linhas de basesão definidas internamente a cada estudo e obtidas em pla-taformas com capacidades distintas, os valores reportadosnão são comparáveis entre si.
4.4 Técnicas de redução abordadas

A análise do estudou mostrou que as estratégias de reduçãopropostas para viabilizar a execução em sistemas de hard-ware restrito podem ser organizadas em quatro atividadesprincipais: engenharia de features, modelos e algoritmossimplificados, quantização e poda. A Fig. 4 apresenta afrequência com que cada técnica foi adotada nos trabalhos,no topo de cada barra consta o ID dos artigos.A engenharia de features aparece como o eixo mais fre-quente de redução. Essa abordagem envolve o janelamentodo CIR em torno do First Path (FP), a seleção de poucasamostras relevantes e a inclusão de métricas de canal on-
chip, como RSS, FP index e acumuladores de preâmbulo. Aredução da dimensionalidade de entrada combate dois gar-galos típicos em sistemas UWB embarcados. O primeiro éa latência na transferência de vetores longos. O segundo éa carga de computação na primeira camada. Em paralelo,estratégias de seleção de âncoras e filtros temporais nodispositivo reduzem o número de medições necessárias,estabilizando o pipeline sem ampliar os modelos (Bregar
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Figura 4: Técnicas de redução abordadas.
e Mohorčič, 2018; Fontaine et al., 2020; Angarano et al.,2021; Schmelter e Roehrig, 2022; Jones et al., 2023; Galla-cher, Stocker, Baddeley, Römer e Boano, 2023; Choi et al.,2024; Lee et al., 2024; Wu et al., 2024).

A categoria de modelos simplificados reúne trabalhosque reduzem a complexidade pela própria arquitetura:CNNs 1D diretamente sobre o CIR (evitando convoluções2D e blocos profundos) (Bregar e Mohorčič, 2018), MLPsrasos para execução em MCUs (Jones et al., 2023), e mode-los baseados em árvores com profundidade limitada (Gal-lacher, Stocker, Baddeley, Römer e Boano, 2023). Os traba-lhos compartilham, a priorização de orçamentos de parâ-metros, camadas com poucos filtros, e cabeças preditorasenxutas. Essa estratégia costuma vir acompanhada deimplementações em TFLite/TFLite Micro, com mediçõesexplícitas de RAM/flash e latência para assegurar viabili-dade no dispositivo (Fontaine et al., 2020; Angarano et al.,2021; Schmelter e Roehrig, 2022; Wu et al., 2024). O ga-nho principal é de custo computacional e memória semdepender de técnicas de compressão, com desempenhopara detecção de NLOS e correção de erro em tempo real.
A quantização é adotada em três variantes principais:FP16 em plataformas com suporte nativo (Angarano et al.,2021); Post Training Quantization (PTQ) em int8, em quetipicamente apenas os pesos são quantizados e as ativa-ções permanecem em ponto flutuante (Wu et al., 2024);e quantização inteira total, estrategia que quando combi-nada com Quantization Aware Training (QAT), as perdasde acurácia são reduzidas, frequentemente próximas aodesempenho em ponto flutuante (Angarano et al., 2021;Wu et al., 2024). A quantização inteira total converte pesose ativações para inteiros, permitindo que toda a inferênciaseja executada com aritmética inteira, o que reduz con-sumo de memória e de energia em dispositivos de borda(Wu et al., 2024).
Por fim, a poda é aplicada como técnica de otimizaçãode grafo, envolvendo fusão de camadas e remoção de nósde baixa contribuição. A estratégia visa reduzir o custocomputacional e acelerar a inferência. No experimentoreportado, essa otimizações não alteraram a acurácia domodelo em relação à versão original. Este fato, sugere quequando aplicadas de forma controlada, a poda pode redu-zir custo computacional sem comprometer desempenho(Angarano et al., 2021).

4.5 Desafios

Essa seção discute os desafios que limitam a adoção de téc-nicas de aprendizado de máquina embarcadas para UWB.A literatura foi organizada em seis classes recorrentes: ge-neralização entre ambientes, alinhamento e variabilidadetemporal do CIR, alta dimensionalidade dos dados, equilí-brio entre acurácia, energia e quantização, dificuldade devalidação com ground truth confiável e latência na comuni-cação entre o módulo UWB e a unidade de processamento.A Fig. 5 sintetiza a frequência de cada classe e orienta adiscussão apresentada a seguir.
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Figura 5: Desafios encontrados.
A generalização entre ambientes permanece como oobstáculo mais recorrente. Mudanças de cenário, variaçõesnos materiais, na geometria das âncoras e na dinâmica depessoas e objetos provocam deslocamentos de distribuiçãoque levam modelos treinados em um local a perder de-sempenho em outro. Para mitigar esse efeito, os trabalhosrecorrem a coletas multiambiente e validações cruzadas,embora reconheçam que a robustez fora do domínio detreino ainda é limitada (Bregar e Mohorčič, 2018; Fontaineet al., 2020; Angarano et al., 2021; Schmelter e Roehrig,2022; Gallacher, Stocker, Baddeley, Römer e Boano, 2023).O alinhamento e a variabilidade temporal do CIR exi-gem cuidados de pré-processamento. A detecção precisado FP e a compensação da deriva de relógio são essenciaispara que amostras comparáveis sejam entregues ao clas-sificador ou regressor. Erros de alinhamento introduzemruído de rótulo e degradam a aprendizagem, razão pelaqual o janelamento relativo ao FP e as normalizações base-adas na configuração de preâmbulo são adotados de formasistemática (Bregar e Mohorčič, 2018; Fontaine et al., 2020;Schmelter e Roehrig, 2022; Jones et al., 2023; Gallacher,Stocker, Baddeley, Römer e Boano, 2023).A alta dimensionalidade dos dados impacta tanto a com-putação quanto a entrada e a saída. O CIR completo porâncora é extenso e gera gargalos na primeira camada. Assoluções convergem para a redução agressiva da entradapor meio de janelas curtas ao redor do FP e, quando perti-nente, para a substituição por vetores compactos de poucas

features de canal (Bregar e Mohorčič, 2018; Angarano et al.,2021).O equilíbrio entre acurácia, energia e quantização cons-titui outro ponto sensível. Quantizações em FP16 ou int8



72 França, Aguilera & Barbosa | Revista Brasileira de Computação Aplicada (2026), v.18, n.2, pp.64–74

reduzem latência e consumo, mas podem introduzir de-gradações que só são compensadas com QAT e calibraçãoadequada. A escolha de camadas e ativações compatíveiscom quantização, assim como taxas de medição dinâmica,são necessárias para preservar o desempenho em cenárioscom orçamento energético restrito (Angarano et al., 2021;Gallacher, Stocker, Baddeley, Römer e Boano, 2023; Wuet al., 2024).
A validação depende de ground truth confiável e sincro-nizado. Muitos cenários requerem sistemas ópticos de altaprecisão, calibração minuciosa das âncoras e alinhamentotemporal entre medições UWB e a referência. Mesmo as-sim, ainda persistem desafios como ruído e a necessidadede protocolos de coleta reproduzíveis (Jones et al., 2023).
A latência entre o módulo UWB e o processador limitaa operação em tempo real. A transferência do CIR brutoimpõe atrasos e variações, que inviabilizam ciclos de lo-calização rápidos, sobretudo em dispositivos móveis. Amitigação desse problema envolve reduzir o vetor antesdo envio, priorizar a execução na borda com modelos levese, sempre que possível, filtrar medições e âncoras paradiminuir o volume de dados trafegados (Choi et al., 2024;Lee et al., 2024).

5 Discussão

A literatura recente aponta que a estratégia mais consis-tente combina a identificação de NLOS com a mitigaçãoorientada ao erro de posição. Essa integração, observadacomo a categoria mais frequente (35,3%), reforça que a de-tecção só cumpre seu papel quando encadeada a decisõesque efetivamente reduzam o erro final de posicionamento.A distribuição do local de inferência também sinaliza osdesafios de portabilidade, em 47,1% dos estudos a execu-ção não foi avaliada de forma embarcada.Os resultados indicam que métricas apenas discrimina-tivas (como acurácia LOS/NLOS) não bastam quando o focoé reduzir o erro de posição. Para comparações, é impor-tante relatar em conjunto com o desempenho do modelo,os custos de execução no dispositivo e a verificação me-trológica do ganho no ranging e no posicionamento. Issopermite avaliar o equilíbrio entre desempenho e o impactona mitigação do NLOS.Este trabalho apresenta limitações que precisam serconsideradas. O recorte que privilegia soluções embarca-das pode introduzir viés de seleção e reduzir a represen-tatividade do estado da arte da identificação e mitigaçãode condições NLOS. A heterogeneidade de bases de dadose de protocolos de avaliação dificulta comparações diretase facilita conclusões dependentes de cenário. Além disso,destaca-se a heterogeneidade das plataformas reunidassob a categoria de execução embarcada, que abrange desdemicrocontroladores, microprocessadores e smartphones.Em consequência, a classificação de um trabalho comoembarcado não implica equivalência de restrições de me-mória, energia e latência entre os estudos. Essas limita-ções não invalidam os resultados desse estudo, mas devembalizar sua generalização para outros contextos.

6 Conclusão
A tecnologia UWB é uma alternativa para sistemas de loca-lização em tempo real, especialmente em cenários indus-triais, logísticos e robóticos. O avanço desse campo traznovos desafios, entre eles a necessidade de identificar emitigar condições NLOS, que comprometem diretamente aacurácia do posicionamento. Os estudos mostram que a in-tegração entre UWB e aprendizado de máquina embarcadoabre espaço para aplicações em que a inferência ocorrediretamente em dispositivos de recursos limitados. Essaabordagem é relevante para sistemas que exigem baixalatência, pois permite reduzir a dependência de servidoresexternos.Esta revisão consultou seis bases de dados. A busca re-tornou 1.050 estudos e, após a filtragem e leitura completa,dezessete artigos permaneceram dentro do escopo. Entre-tanto, somente nove trabalhos implementaram e avalia-ram a inferência de forma embarcada, sendo que apenastrês a realizaram em microcontroladores.o estudo mapeou estratégias de identificação e mitiga-ção de NLOS em UWB com execução na borda. Porém, foiobservado a falta de um conjunto padronizado de parâ-metros e procedimentos de avaliação que viabilize a com-paração entre algoritmos de aprendizado de máquina emdispositivos embarcados. A avaliação precisa considerar,de forma integrada, as métricas clássicas de avaliação demodelo de aprendizado de máquina, os indicadores dedesempenho e alocação de recursos no microcontrolador(latência de inferência, uso de RAM e flash, consumo deenergia) e a verificação metrológica da melhoria efetiva no
ranging e no posicionamento do RTLS UWB. Sem essa basecomum, as métricas de classificação, analisadas isolada-mente, não oferecem subsídios suficientes para decisõesorientadas à redução do erro de posicionamento.Como atividades futuras, os trabalhos podem explorarmétodos para refinar a generalização entre ambientes, pa-dronização do alinhamento e da normalização do CIR. Ou-tra oportunidade é o fortalecimento da medição do ground
truth e medição de latência. Revisões futuras podem aindaestratificar os trabalhos por classe de plataforma de execu-ção (microcontroladores, microprocessadores e smartpho-
nes), de modo que custo de execução e ganho obtido sejamanalisados dentro de faixas de capacidade computacionalcomparáveis. A destilação de conhecimento surge comopossibilidade ainda não explorada nesse domínio. A con-solidação desses elementos pode gerar ganhos de posicio-namento diretamente na borda.
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