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Resumo
A agricultura digital consiste no uso integrado de tecnologias da informação e de técnicas de inteligência artificialpara otimizar a produção agrícola, reduzir custos e promover práticas sustentáveis. Porém, a literatura atual carece deum mapeamento sobre os avanços e resultados de pesquisa publicados nos últimos 5 anos. Este artigo apresenta umarevisão sistemática da literatura sobre sustentabilidade aplicada à agricultura digital, relacionando tecnologias voltadasà produção agrícola e à atenção dada às questões de sustentabilidade. A revisão foi conduzida em bases acadêmicas queapresentaram estudos sobre sustentabilidade aplicadas à agricultura digital. Foram analisados artigos publicados entrejaneiro de 2020 e dezembro de 2025 nas bases acadêmicas ACM, IEEE, Scopus, Springer, Taylor & Francis e Wiley. A buscainicial resultou em 13.971 trabalhos. Destes, foram obtidos 40 estudos para a condução da análise. Os resultados obtidosapontam que, a maioria dos artigos selecionados focam na utilização de tecnologias, como sensores e Internet das Coisas,Big Data, análise de dados e inteligência artificial, para o aumento da produtividade. Nota-se que a sustentabilidade éabordada de forma secundária, não sendo o foco principal dos estudos. A análise indica que, dada a atenção necessária, aagricultura digital, com sistemas baseados em sensores, redes IoT e algoritmos de aprendizado de máquina, contribuipara reduzir desperdícios, garantindo sustentabilidade por meio do cuidado com a fauna e flora.
Palavras-Chave: Agricultura Digital, Produção Agrícola, Sustentabilidade, Tecnologias
Abstract
Digital agriculture involves the integrated use of information technologies and artificial intelligence techniques tooptimize agricultural production, reduce costs, and promote sustainable practices. However, the current literaturelacks a comprehensive mapping of research advances and outcomes published in the past five years. This articlepresents a systematic literature review on sustainability applied to digital agriculture, examining the relationshipbetween technologies used in agricultural production and the attention given to sustainability issues. The review wasconducted across major academic databases containing studies on sustainability in digital agriculture. We analyzedarticles published between January 2020 and December 2025 from ACM, IEEE, Scopus, Springer, Taylor & Francis, andWiley. The initial search yielded 13,971 records, from which 40 studies were selected for in-depth analysis. The resultsindicate that most articles focus primarily on technologies such as sensors and the Internet of Things, Big Data, dataanalytics, and artificial intelligence to enhance productivity. Sustainability is often treated as a secondary aspect ratherthan a central objective. The analysis shows that, when properly addressed, digital agriculture systems based on sensors,IoT networks, and machine learning algorithms can effectively reduce waste and support sustainability by protectingboth flora and fauna.
Keywords:Agricultural Production, Digital Agriculture, Sustainability, Technologies
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1 IntroduçãoA agricultura sustenta o abastecimento alimentar e im-pulsiona o desenvolvimento econômico, especialmenteem países emergentes. No Brasil, sua relevância para asegurança alimentar e para o PIB contrasta com pressõescada vez maiores por sustentabilidade, diante dos impac-tos da intensificação produtiva, como uso excessivo deinsumos químicos, desperdício hídrico e degradação am-biental. Nesse cenário, integrar técnicas que conciliemprodutividade e redução de impactos torna-se estratégico,sobretudo em um contexto no qual a Inteligência Artificial(IA) assume papel crescente em diferentes setores.A agricultura digital reúne tecnologias inteligentescomo Internet das Coisas, sensores, IA e análise de da-dos aplicadas ao monitoramento e à gestão das atividadesagrícolas, com o objetivo de otimizar recursos, aumen-tar a produtividade e favorecer práticas sustentáveis naprodução Avila and Barbosa (2024).Embora sensores e IA ampliem o potencial produtivoe ambiental da agricultura, sua efetividade depende docontexto real das propriedades. Estudos indicam que con-fiança, facilidade de uso e compatibilidade com as rotinasagrícolas influenciam diretamente os resultados das so-luções digitais McGrath et al. (2023). Isso evidencia que asustentabilidade digital exige não apenas tecnologia, mastambém aderência às condições de cada ambiente produ-tivo.Além das dimensões ambiental e econômica, a susten-tabilidade na agricultura digital também envolve aspectossociais relacionados ao acesso, à adoção e ao uso efetivodas tecnologias. Limitações de conectividade, custos deimplementação, necessidade de capacitação técnica e difi-culdades de adaptação podem ampliar a exclusão digital,especialmente entre pequenos e médios produtores. Dessaforma, os benefícios proporcionados pela digitalização de-pendem também da acessibilidade das soluções e de suaadequação às condições sociais e operacionais das propri-edades rurais (McGrath et al., 2023; Finger et al., 2023;Garré et al., 2026).Segundo Finger et al. (2023), os ganhos de sustentabili-dade se concretizam quando as inovações digitais conse-guem reduzir insumos, perdas e impactos ambientais deforma viável nas propriedades. Os autores ressaltam queesse potencial depende de condições reais de uso, comoinfraestrutura e capacidade de implementação, reforçandoque a agricultura digital sustentável exige tecnologias ali-nhadas ao contexto produtivo.A incorporação dessas tecnologias no ambiente produ-tivo permite avanços significativos em monitoramento,diagnóstico e manejo, contribuindo tanto para o aumentoda eficiência quanto para a preservação da fauna e da floralocais. Modelos computacionais também têm sido empre-gados na predição da fertilidade do solo, apoiando deci-sões de manejo baseadas em dados (Helfer et al., 2020). AInternet das Coisas também viabiliza o monitoramentocontínuo de equipamentos utilizados em testes de semen-tes, ampliando o controle operacional e a rastreabilidadedos processos agrícolas (de Souza et al., 2019). Emborarevisões anteriores tenham mapeado esse avanço tecno-lógico, ainda são escassos os estudos que conectam ex-plicitamente os resultados da IA a indicadores diretos desustentabilidade, como uso de água, energia, emissões

e insumos (Avila and Barbosa, 2024, 2025; Sharma andShivandu, 2024).Pesquisas mostram que técnicas de aprendizado de má-quina têm ampliado o potencial sustentável da agriculturaao otimizar recursos, reduzir desperdícios e aprimorarcondições de cultivo. Em ambientes controlados, modelosinteligentes baseados em históricos de contexto e estu-dos de mapeamento sistemático demonstram que técnicaspreditivas podem apoiar decisões relacionadas à energia,à irrigação e ao manejo, favorecendo maior produtividadecom menor impacto ambiental (Martini et al., 2021; Mar-tini and Barbosa, 2024; Sharma and Shivandu, 2024).Nesse sentido, este artigo realiza uma revisão sistemá-tica da literatura das aplicações de aprendizado de máquinano manejo agrícola sustentável, com foco na identificaçãode impactos ambientais positivos e na caracterização dascontribuições atuais da literatura. A investigação buscacompreender quais tecnologias digitais têm sido empre-gadas para mitigar desperdícios e aprimorar o uso de re-cursos naturais, garantindo sustentabilidade. Para isso,analisou-se como diferentes modelos lidam com dadosambientais, quais culturas recebem maior atenção e quaisdimensões da sustentabilidade são contempladas pelosestudos. O trabalho compara abordagens, identifica técni-cas de aprendizado de máquina relacionadas à culturas esuas respectivas aplicações em sustentabilidade bem comodestaca tendências emergentes nesse escopo . O estudoapresenta tanto os avanços obtidos na agricultura digitalquanto as limitações que ainda impedem a consolidaçãode uma agricultura digital efetivamente sustentável.Este trabalho está organizado em seis seções. A Seção 1apresenta a introdução e o contexto do estudo. A Seção 2descreve os trabalhos relacionados, destacando revisõesbibliográficas sobre sustentabilidade e agricultura digital.A Seção 3 detalha o método utilizado para a condução da re-visão sistemática, incluindo as bases de dados, os critériosde seleção e as etapas de filtragem dos artigos. Na Seção 4são apresentados os principais resultados obtidos a partirda análise dos estudos selecionados. A Seção 5 discute osresultados por meio de estatísticas e interpretações, alémde propor uma taxonomia para a classificação dos concei-tos associados à sustentabilidade na agricultura digital.Por fim, a Seção 6 apresenta as conclusões do trabalho eas perspectivas para pesquisas futuras.
2 Trabalhos relacionados
Revisões sistemáticas como Singh et al. (2024), Alves et al.(2025), têm sido realizadas nos últimos anos com o obje-tivo de mapear o uso da Inteligência Artificial na agricul-tura. Em geral, essas revisões concentram-se em aspectostécnicos, como classificação de imagens, predição de sa-fras e identificação de pragas, deixando em segundo planoos impactos ambientais, ou seja não há destaque para aquestão de sustentabilidade inerente a agricultura digital.Os autores Avila and Barbosa (2024) realizaram umarevisão ampla sobre agricultura digital, categorizando dife-rentes tipos de tecnologias utilizadas no campo, incluindoIA, drones e sensores. Tal trabalho não aborda a dimensãoda sustentabilidade nem propõe uma taxonomia baseadaem aprendizado de máquina, visto que seu foco é mapeare organizar as tecnologias habilitadoras da agricultura di-gital.
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Bin Rashid et al. (2025) analisaram a integração de In-teligência Artificial, IoT e drones no monitoramento agrí-cola, destacando como tais tecnologias possibilitam di-agnósticos precoces e aplicações mais precisas. Emboramencionem benefícios ambientais, a sustentabilidade apa-rece como efeito indireto da precisão tecnológica, e nãocomo objetivo analítico central.Thilakarathne et al. (2025) apresentaram uma revisãosobre o papel da IoT na agricultura inteligente, destacandosensores, redes e automação como pilares da Agricultura4.0 e 5.0. A sustentabilidade aparece como consequênciadireta do monitoramento contínuo, permitindo irrigaçãointeligente, aplicação variada de insumos e redução deperdas por fatores climáticos.Padhiary et al. (2025) revisaram tecnologias emergen-tes para agricultura de precisão, incluindo IA, aprendizadode máquina, automação, sensores IoT e computação emnuvem. Embora tratem explicitamente da sustentabili-dade ao discutir conservação de recursos e redução de im-pactos, o enfoque permanece na descrição de tecnologiase casos de uso gerais. O trabalho não aprofunda a relaçãoentre aprendizado de máquina e indicadores ambientaisespecíficos, como água, insumos, etc.Diferentemente dessas revisões, que abordam susten-tabilidade de maneira indireta ou secundária, este artigocoloca a sustentabilidade como eixo central da análise. En-quanto estudos anteriores priorizam o desempenho tecno-lógico como IA, eficiência de sensores, integração IoT, au-tomação e modelagem computacional, esta revisão inves-tiga de forma direcionada como técnicas de aprendizadode máquina impactam indicadores ambientais concretosna produção agrícola.
3 Método de pesquisaO método de Revisão Sistemática da Literatura (RSL), con-forme descrito por Fabbri et al. (2016), Keshav (2007) eKitchenham (2004) foi utilizado nesse trabalho. Essesestudos propõem uma estrutura metodológica para a con-dução de revisões em diversas áreas do conhecimento, ga-rantindo a identificação de conceitos concretos dentro daanalise prevista.Além de estruturarem o processo de revisão, esses au-tores destacam princípios essenciais para garantir rigor econfiabilidade. Kitchenham (2004) enfatizaram a impor-tância de protocolos explícitos e reprodutíveis, orientandoa definição clara de critérios de busca, inclusão e exclusão.Fabbri et al. (2016) reforçaram o papel de ferramentas deapoio ao processo, destacando que plataformas especiali-zadas reduzem vieses e organizam as evidências de formapadronizada. Já Keshav (2007) contribuiram com umaabordagem de leitura crítica e sistemática, útil para ava-liar rapidamente a relevância e a validade de cada estudo.Seguindo essas orientações, a presente revisão utilizou oParsifal1 como ferramenta de suporte, permitindo regis-trar decisões metodológicas, documentar o fluxo de sele-ção e assegurar consistência na síntese das informaçõesanalisadas.

1Parsifal é uma ferramenta online de código aberto utilizada para apoiaro planejamento e a documentação estruturada de revisões sistemáticasde literatura, oferecendo recursos para triagem, registro de critérios erastreabilidade do processo

Tabela 1: Questões de pesquisa
Código Questão de pesquisa
Questão principal
QP1 Como o Aprendizado de Máquina tem sido apli-cado no manejo agrícola para promover sustentabi-lidade?
Questões complementares
QC1 Quais técnicas de Aprendizado de Máquina são maisutilizadas nos estudos sobre agricultura sustentá-vel?QC2 Quais tipos de dados são utilizados como base paraos modelos de Aprendizado de Máquina aplicadosao manejo agrícola?QC3 Quais culturas agrícolas são mais frequentementeabordadas nas aplicações de Aprendizado de Má-quina com foco em sustentabilidade?
Questões estatísticas
QE1 Qual é o número de publicações por fonte de pes-quisa?QE2 Quantas publicações ocorreram por ano?

3.1 Questões de pesquisa

Os estudos definiu seis questões de pesquisa. A questãoprincipal (QP) foi elaborada para identificar como o apren-dizado de máquina aplicado à agricultura contribui paramitigar impactos ambientais e promover práticas susten-táveis. As questões complementares (QC) foram formu-ladas para aprofundar a análise sob as diferentes técnicasde Aprendizado de Máquina aplicadas ao manejo agrícola,bem como destacar quais culturas agrícolas são mais abor-dadas, nessa aplicação. Por fim, as questões estatísticas(QE) foram incluídas para quantificar a produção científicasobre o tema, analisando a distribuição das publicaçõespor fonte de pesquisa e por ano de publicação. Destacandoa evolução temporal de questões inerente a este assunto.As questões de pesquisas são apresentadas na Tabela 1.
3.2 Processo de pesquisa

O processo de busca seguiu um protocolo sistemático divi-dido em três etapas: identificação dos termos de pesquisa,seleção das bases de dados e execução da busca. Primeira-mente foram definidos os termos principais da pesquisa,
sustainability, agriculture e machine learning, juntamentecom seus respectivos sinônimos e variações. Esses termosforam combinados por meio de operadores booleanos (ORe AND), de modo a maximizar a abrangência da busca. ATabela 2 apresenta a estrutura da string utilizada, evidenci-ando como os termos foram organizados para capturar osestudos na literatura científica. Em seguida, foram selecio-nadas cinco bases acadêmicas para garantir a relevância ea qualidade dos resultados:ACM, Xplore, Scopus, SpringerNature, Taylor e Francis, e Wiley.
3.3 Filtragem do estudo

A busca retornou um total de 13.971 artigos relacionadosà string de busca nos últimos cinco anos, no período de

https://parsif.al
https://www.acm.org
https://ieeexplore.ieee.org
https://www.scopus.com
https://link.springer.com
https://link.springer.com
https://www.tandfonline.com
https://onlinelibrary.wiley.com
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Tabela 2: Definição da string de busca
Termos principais Termos de busca
Sustainability ("sustainability"OR "sustainable")AND
Agriculture ("agriculture"OR "planting"OR "farmmanagement"OR "cultivation"OR"crop production") AND
Machine Learning ("machine learning"OR "deep lear-ning"OR "neural network")

Tabela 3: Critérios de inclusão e exclusão
Código Descrição dos critérios de inclusão e exclusão
Critérios de inclusão
CI1 Publicação em conferência ou periódico.CI2 Trabalhos no idioma inglês.CI3 Trabalhos publicados posteriormente a 2020.
Critérios de exclusão
CE1 Remoção de artigos sem acesso ao conteúdo com-pleto.CE2 Artigos que não possuam no título ou resumo ostermos relacionados a agriculture, sustainability emachine learning.CE3 Artigos não relacionados ao tema.CE4 Artigos que não implementam produção de culturascom técnicas de aprendizado de máquina.CE5 Artigos duplicados.CE6 Remoção pelo método Três Passos.

janeiro de 2020 a dezembro de 2025, que culminaram com40 artigos pertinentes. Apos a pesquisa inicial foram utili-zados filtros afim de garantir a obtenção de artigos alinha-dos aos princípios da pesquisa, o que promoveu o seguinteretorno nas bases. Na ACM, foram obtidos 3 artigos. Nabase de dados IEEE, foram selecionados 30 artigos. Na Sco-pus o total de 6 trabalhos foram encontrados. Por fim naSpringer foi obtido 1 artigo. Os artigos das outras bases nãoatenderam os critérios de filtragem e foram removidos naetapa de filtragem pelo métodos três passos.A Figura 1 apresenta o fluxo completo do processo deseleção dos artigos. Inicialmente, a string foi inserida nosmecanismos de busca de cada base, retornando os 13.971trabalhos que satisfizeram as condições lógicas da busca,conforme definido na Tabela 2. Os critérios estabelecidospara a inclusão e exclusão de artigo são apresentados naTabela 3Os artigos selecionados pelas bases foram carregadosna ferramenta Parsifal, que foi utilizada para auxiliar nagestão do protocolo de revisão sistemática, organizaçãodas etapas de triagem e aplicação dos critérios de exclusãoe inclusão definidos nesta pesquisa.A primeira etapa da busca considerou os critérios deinclusão CI1, CI2 e CI3, além do critério de exclusão CE1,garantindo que apenas publicações acessíveis, em inglês edentro do período estabelecido fossem inicialmente avalia-das. Na etapa seguinte, aplicou-se o critério CE2, filtrandotrabalhos cujo título ou resumo não apresentava termoscompatíveis com a string de busca. Em continuidade, fo-ram removidos os estudos que demonstravam baixa ade-

rência temática ou que não abordavam produção agrícolaassociada ao uso de aprendizado de máquina, conforme oscritérios CE3 e CE4. Após essa triagem temática, procedeu-se à eliminação de duplicatas segundo o critério CE5. Porfim, aplicou-se o critério CE6, correspondente ao MétodoTrês Passos, resultando no conjunto final de 40 artigosselecionados para análise.Após a leitura completa dos artigos, foram realizadasanotações e a construção de resumos estruturados com osconteúdos de interesse para a discussão dos resultados.
3.4 Síntese dos dados e construção da taxonomia

Após a seleção final, os 40 estudos foram submetidos auma síntese qualitativa. Para cada artigo, foram extraídasinformações sobre os tipos de dados utilizados, as cultu-ras agrícolas analisadas, as técnicas de Aprendizado deMáquina empregadas e as aplicações relacionadas à sus-tentabilidade.Os conceitos recorrentes identificados nos estudos fo-ram agrupados por similaridade temática. Esse processoresultou em quatro dimensões principais: Dados, Cultura,Aprendizado de Máquina e Aplicações em Sustentabilidade.As categorias e subcategorias foram organizadas de acordocom sua relação conceitual e com a frequência de ocor-rência nos estudos analisados, originando a taxonomiaapresentada na Seção 5.Complementarmente, os artigos foram classificados emdois grupos. O grupo A reúne estudos com maior ênfase naredução de impactos ecológicos, enquanto o grupo B con-templa trabalhos voltados à resiliência e à estabilidade dosistema agrícola. Essa classificação foi realizada com baseno objetivo principal e nos benefícios de sustentabilidadedescritos em cada estudo.
4 ResultadosNesta seção são apresentados os resultados obtidos atravésda leitura e análise dos 40 artigos selecionados no mapea-mento. A seguir as questões de pesquisa foram respondi-das através das e análises dos trabalhos selecionados.
4.1 QP1 Como o Aprendizado de Máquina tem sido

aplicado no manejo agrícola para promover
sustentabilidade

A Tabela 4 contêm os artigos analisados. A partir dos es-tudos nota-se que o aprendizado de máquina tem sidoempregado sobretudo para automatizar tarefas de percep-ção e diagnóstico no campo, como detecção de doenças,pragas e estresse em plantas a partir de imagens de folhase sensores remotos. Modelos de visão computacional, emespecial redes neurais convolucionais, são treinados parareconhecer sintomas sutis em culturas como milho doce,mostarda, citros, café, arroz e soja, reduzindo a dependên-cia de inspeções visuais manuais, acelerando o diagnósticoe viabilizando intervenção em estágios iniciais, o que di-minui perdas, reduz o uso desnecessário de defensivosagrícolas e mitiga impactos ambientais associados ao ma-nejo corretivo . Essa automação aproxima o diagnósticodo tempo real e amplia o acesso de pequenos produtores aserviços de assistência técnica digital Bhaskar et al. (2024);
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Figura 1: Processo de filtragem da pesquisa
Tabela 4: Artigos selecionados

ID Referência Base Ano Título
1 Bhaskar et al.(2024) IEEE Xplore 2024 A Deep Learning Hybrid Approach for Automated Leaf Disease Identification in PaddyCrops2 Vidhya et al. (2025) IEEE Xplore 2025 AI Based Automated Weed Detection System Using YOLOv5 and Mask R C N N for Sustai-nable Agriculture3 Palani et al. (2023) IEEE Xplore 2023 AI Powered Predictive Analysis for Pest and Disease Forecasting in Crops4 Suthar et al. (2023) IEEE Xplore 2023 An Extensive Evaluation of Plant Disease Detection Using Diverse Machine LearningApproaches5 Dutta et al. (2024) IEEE Xplore 2024 Automatic Early Detection of Potato Blight Disease Using Deep Neural Networks6 Pandiarajan andet al. (2025) IEEE Xplore 2025 BOTANZ Improving Agricultural Efficiency Through Random Forest Algorithms
7 Ojha and et al.(2024) IEEE Xplore 2024 CNNVGG16 Hybrid Model for Onion Purple Blotch Disease Severity Multi Level Grading
8 Priyanka and et al.(2024) IEEE Xplore 2024 Combining Machine Learning and Handcrafted Image Processing to Identify CommonWeeds in Cotton Fields9 Patra and et al.(2024) IEEE Xplore 2024 DigiFarmer Precision Agriculture Empowered by Machine Learning for Sustainable CropManagement10 Venkateswararaoand et al. (2025) IEEE Xplore 2025 Eco Harvesting Using 5G Technology
11 Glaret and et al.(2024) IEEE Xplore 2024 Enhancing Image Processing in Agriculture Through Machine Learning for SustainableCrop Management12 Aditya andChithambarathanu(2025)

IEEE Xplore 2025 Enhancing Sweet Corn Leaf Disease Detection with Machine Learning Techniques
13 Sah and et al.(2025) IEEE Xplore 2025 Enhancing the Agricultural Yield Using Artificial Intelligence Techniques
14 Kumar et al. (2025) IEEE Xplore 2025 Advancing Agricultural Sustainability Machine Learning Driven Insights for OptimizedCrop Yield Forecasting
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Tabela 4: Artigos selecionados, continuação
ID Referência Base Ano Título
15 Omenaka and et al.(2024) IEEE Xplore 2024 Feature Reduction Based Cotton Leaf Curl Disease Detection
16 Yashu and et al.(2024) IEEE Xplore 2024 From Field to Data A Machine Learning Approach to Classifying Celery Varieties
17 Sakshi and et al.(2024) IEEE Xplore 2024 Green Intelligence A Sequential CNN Odyssey in Mustard Leaf Disease Detection
18 Kumar and et al.(2024) IEEE Xplore 2024 Hybrid CNN Random Forest Model for Effective Fenugreek Leaf Disease Diagnosis
19 Deepthi et al.(2025) IEEE Xplore 2025 Improving Rice Seed Quality Assessment with Multi Spectral Imaging and EnvironmentalData Integration20 Jombo and Elbasit(2024) IEEE Xplore 2024 Mapping of the Maize Area Using Remotely Detected Multispectral and Radar ImagesBased on a Random Forest Machine Learning Algorithm21 Pandey and et al.(2023) IEEE Xplore 2023 Plant Disease Detection Using Deep Learning Model Application FarmEasy
22 Alketbi and Bonny(2024) IEEE Xplore 2024 Plant Diseases Recognition Using Machine Learning Algorithms
23 Priya andcoauthors (2024) IEEE Xplore 2024 Prediction of Pathogen Causing Rice Plant Disease and Recommendation Using EnhancedMachine Learning Technique24 Raj and et al.(2024) IEEE Xplore 2024 Predictive Modeling of Crop Yield in Precision Agriculture Using Machine LearningTechniques25 Jaferkhan andAmsaveni (2024) IEEE Xplore 2024 Preserving Solanaceae Crops Strategies for Detecting and Controlling Diseases
26 Singh et al. (2024) IEEE Xplore 2024 RedRot and Mosaic Sugarcane Leaf Disease Classification Using EfficientNet27 Mulik and Patil(2025) IEEE Xplore 2025 Smart Agriculture A CNN Based Approach for Crop Disease Classification
28 Koushik et al.(2025) IEEE Xplore 2025 Smart Farming Improving Disease Detection in Pepper Leaves Using AI and ImageProcessing29 Gupta et al. (2024) IEEE Xplore 2024 Sustainable Plant Disease Detection with CNN Achieving High Accuracy in Multi CropClassification30 Singh and et al.(2025) IEEE Xplore 2025 Tomato Plant Disease Detection Using Leaf Image Analysis A Comprehensive Review
31 Dutta et al. (2023) Scopus 2023 Sustainable Coffee Leaf Diagnosis A Deep Knowledgeable Meta Learning Approach32 Soren andRajendran (2024) Scopus 2024 DNA Based Phenotype Optimization of Oryza Sativa Using Machine Learning andMolCNN33 Priyanka, Anithaand Bhavani (2024) Scopus 2024 Comprehensive Investigation of Machine Learning and Deep Learning Networks forIdentifying Multispecies Tomato Insect Images34 Mitra et al. (2024) Scopus 2024 Cotton Yield Prediction A Machine Learning Approach with Field and Synthetic Data35 Al-Qurashi et al.(2021) Scopus 2021 Cucumber Disease Recognition Using Machine Learning and Transfer Learning
36 Jamshidi et al.(2024) Scopus 2024 Predicting Oil Palm Yield Using a Comprehensive Agronomy Dataset and 17 MachineLearning Models37 Arifin et al. (2024) ACM 2024 Lemon and Orange Disease Classification Using CNN Extracted Features38 Sindha et al. (2024) ACM 2024 Paddy Pest Detection with a Modified SE YOLO Model Using the TPD 20 Dataset39 Kurniawan et al.(2024) ACM 2024 Revolutionizing Rice Leaf Disease Detection Next Generation SMOREF SVM IntegratingSpider Monkey Optimization and Advanced Machine Learning Techniques40 Nainwal et al.(2025) SpringerNature 2025 Photograph Based Machine Learning Approach for Automated Detection and Differenti-ation of Aerial Blight Disease in Soybean Crops

Dutta et al. (2024, 2023).
Além da detecção visual, o aprendizado de máquina temsido aplicado em tarefas preditivas diretamente ligadas aoplanejamento e manejo, como previsão de rendimentoagrícola, mapeamento de áreas cultivadas e avaliação daqualidade de sementes. Modelos supervisionados, comoRandom Forest, Gradient Boosting, XGBoost e redes neu-rais, utilizam dados climáticos, de solo, histórico de safra,índices de vegetação e imagens multiespectrais ou de radarpara antecipar produtividade e delimitar áreas de cultivode culturas estratégicas, como milho, arroz e trigo. Essesmodelos permitem ajustar doses de insumos, orientar ouso de água e fertilizantes e planejar colheitas com menordesperdício de recursos, reduzindo impactos ambientais,

aumentando a eficiência no uso de recursos naturais e re-forçando a racionalização do manejo em escala de talhãoe de paisagem, contribuindo para a agricultura de preci-são orientada por dados. Kumar et al. (2025); Mitra et al.(2024); Jamshidi et al. (2024); Deepthi et al. (2025).
Uma frente complementar diz respeito ao uso de apren-dizado de máquina em melhoramento genético e fenoti-pagem de alta precisão, em que modelos profundos espe-cíficos aprendem relações complexas entre marcadoresgenômicos, atributos fenotípicos e desempenho agronô-mico em culturas como o arroz. Ao acelerar a identificaçãode genótipos mais produtivos e resilientes a estresses bi-óticos e abióticos, essas abordagens reduzem o tempo dedesenvolvimento de cultivares adaptadas e otimizam o uso
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de recursos genéticos, físicos e financeiros. Em conjunto,os diferentes usos do aprendizado de máquina convergempara um manejo mais sustentável, pois viabilizam mo-nitoramento contínuo, decisões baseadas em evidências,uso mais eficiente de insumos e maior resiliência dos sis-temas produtivos, sem aumento proporcional do impactoambiental Soren and Rajendran (2024).A análise dos 40 estudos indica que as técnicas de Apren-dizado de Máquina contribuem para a sustentabilidadeagrícola em seis eixos principais, conforme descrito naspróximas secções.Os artigos também foram classificados em dois gruposA e B, para mostrar quais aplicações são voltadas para aprodução e quais apresentam maior preocupação com asustentabilidade.
4.1.1 Eficiência no uso de insumos químicosModelos baseados em CNN, YOLO e Mask R-CNN (arti-gos 1, 2, 3, 5, 7, 11, 12, 17, 18, 21, 22, 23, 25, 27, 29, 33, 35,37, 38, 40) permitem diagnóstico precoce de doenças, de-tecção seletiva de plantas daninhas e aplicação localizadade defensivos. Essas abordagens reduzem desperdícios eimpactos ambientais, promovendo manejo mais preciso.
4.1.2 Eficiência hídrica e energéticaAlgoritmos como Random Forest e modelos supervisio-nados leves (artigos 9, 10, 19, 24, 34, 36) otimizam irri-gação, preveem demanda hídrica e ajustam operações demáquinas e sensores, garantindo menor consumo de águae energia, direta ou indiretamente.
4.1.3 Redução de perdas e aumento de produtividade sus-

tentávelTécnicas como CNN, Random Forest, XGBoost e redes pro-fundas (artigos 6, 9, 13, 14, 19, 24, 30, 34, 36) são aplicadaspara previsão de produtividade, detecção precoce de es-tresse e planejamento de colheita, evitando perdas semintensificar insumos.
4.1.4 Otimização do uso do solo e do espaço produtivoModelos de mapeamento e zoneamento, como RandomForest e CNN multiespectral (artigos 19, 20, 33), permitemidentificar áreas cultivadas, planejar culturas e detectarregiões degradadas, apoiando decisões estratégicas sobreuso do solo.
4.1.5 Qualidade de produto, sementes e materiais biológicosAbordagens híbridas e redes profundas (artigos 19, 31, 32,35) são utilizadas para avaliação da qualidade de sementes,triagem de frutos e fenotipagem de cultivares mais resili-entes, garantindo não apenas quantidade, mas tambémqualidade.
4.1.6 Apoio à decisão e automação de manejoSistemas inteligentes baseados em ML (artigos 9, 24, 30,34, 36) integram dados multivariados em plataformas deagricultura de precisão, sistemas de recomendação agro-nômica e assistentes digitais, reduzindo incertezas e pro-movendo intervenções mais assertivas.

4.1.7 Conservação da biodiversidade e redução de impactos
ecológicos - A e Resiliência e estabilidade do sistema
agrícola - BO grupo A abrange estudos em que o aprendizado de má-quina é usado principalmente para diminuir a pressão domanejo sobre o ambiente. Ele inclui redução ou melhor di-recionamento de insumos químicos, proteção de organis-mos não alvo (polinizadores, inimigos naturais, fauna dosolo, microbiota), minimização de contaminação de águae solo e escolha de práticas menos agressivas ao ecossis-tema. Entram aqui modelos que permitem aplicação maisseletiva de defensivos, identificação de áreas onde a inter-venção pode ser evitada, otimização de doses e qualqueruso de ML que tenha como efeito central reduzir impactoecológico desnecessário.Já o grupo B abrange estudos em que o aprendizado demáquina é usado principalmente para aumentar a capa-cidade do sistema de manter ou recuperar seu funciona-mento diante de doenças, pragas e extremos climáticos.Ele inclui previsão de produtividade, diagnóstico precocede doenças, detecção de estresses, apoio ao melhoramentode cultivares mais tolerantes, planejamento de safra e di-versificação de cultivos de forma mais informada. Entramaqui modelos que reforçam a capacidade do agroecossis-tema de resistir, adaptar-se e retornar a estados produti-vos, considerando a interação entre plantas, solo, clima e,de forma indireta, fauna associada.Ao aplicar a tipologia proposta, 12 artigos foram clas-sificados no grupo A, por priorizarem detecção seletivade plantas daninhas, uso mais criterioso de defensivos emitigação de efeitos sobre organismos não alvo, em espe-cial aqueles de controle de plantas daninhas ou de reduçãode aplicações preventivas generalizadas (artigos 2, 5, 6,7, 8, 10, 25, 28, 29, 31, 33 e 38). Os 28 artigos restantesforam enquadrados no B, uma vez que se concentram emdiagnóstico precoce de doenças, previsão de produtividade,avaliação de qualidade de sementes ou apoio ao planeja-mento de cultivos em cenários de risco climático e fitossa-nitário, com foco em manter ou recuperar o desempenhoprodutivo do agroecossistema (artigos 1, 3, 4, 9, 11, 12, 13,14, 15, 16, 17, 18, 19, 20, 21, 22, 23, 24, 26, 27, 30, 32, 34, 35,36, 37, 39 e 40).

4.2 QC1 Quais técnicas de Aprendizado de Má-
quina são mais utilizadas nos estudos sobre
agricultura sustentável?

As técnicas de Aprendizado de Máquina identificadas nosestudos analisados abrangem métodos clássicos e avança-dos. As CNN (Convolutional Neural Networks) são redesprofundas que extraem padrões visuais complexos, sendoamplamente aplicadas em detecção de doenças foliares epragas. Variantes como VGG16, ResNet, DenseNet e Effi-cientNet otimizam profundidade e eficiência. YOLO ( You
Only Look Once) é um detector de objetos em tempo realutilizado para identificação e localização de plantas, frutos,folhas e sintomas a partir do processamento de imagensagrícolas, enquanto Mask R-CNN realiza segmentação porinstância de objetos e regiões visuais, permitindo a deli-mitação precisa de estruturas vegetais, áreas foliares e pa-drões espaciais relevantes em imagens agrícolas. RF (Ran-
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Tabela 5: Técnicas de Aprendizado de Máquina utilizadas
ID Referência Técnicas de Aprendizado de Máquina (ML/DL)
1 Bhaskar et al. (2024) CNN, SVM2 Vidhya et al. (2025) YOLOv5, Mask R-CNN3 Palani et al. (2023) CNN4 Suthar et al. (2023) CNN, Random Forest (RF), SVM, Decision Tree5 Dutta et al. (2024) CNN6 Pandiarajan and et al. (2025) Random Forest7 Ojha and et al. (2024) VGG16 (Transfer Learning), CNN8 Priyanka and et al. (2024) Random Forest, SVM, Decision Tree, Handcrafted features9 Patra and et al. (2024) Random Forest, KNN, Regressão múltipla, Clustering10 Venkateswararao and et al.(2025) Modelos supervisionados leves (colheita inteligente)
11 Glaret and et al. (2024) CNN, Random Forest, SVM12 Aditya andChithambarathanu (2025) CNN, SVM, KNN
13 Sah and et al. (2025) Random Forest, Gradient Boosting, Redes Neurais14 Kumar et al. (2025) XGBoost, Random Forest, Redes Neurais15 Omenaka and et al. (2024) SVM+PCA, Random Forest16 Yashu and et al. (2024) SVM, Decision Tree, Redes Neurais17 Sakshi and et al. (2024) CNN sequencial (Batch Normalization, Dropout)18 Kumar and et al. (2024) Híbrido CNN+Random Forest (regularização, augmentation)19 Deepthi et al. (2025) CNN multiespectral, LSTM, Random Forest20 Jombo and Elbasit (2024) Random Forest (comparado a SVM, Decision Tree)21 Pandey and et al. (2023) ResNet50, VGG16, InceptionV3 (Transfer Learning)22 Alketbi and Bonny (2024) CNN, SVM, KNN; combinações híbridas23 Priya and coauthors (2024) CNN, Clustering, Classificadores híbridos24 Raj and et al. (2024) SVM, Random Forest, Regressão; Feature Selection; Ensembles25 Jaferkhan and Amsaveni(2024) SVM, CNN, KNN, EfficientNet; Ensembles
26 Singh et al. (2024) EfficientNet27 Mulik and Patil (2025) CNN, SVM, KNN, Regressão Logística; Data Augmentation28 Koushik et al. (2025) Haar Wavelet+ANN29 Gupta et al. (2024) CNN, DenseNet201; comparações com modelos tradicionais30 Singh and et al. (2025) Random Forest, KNN, CNN; Transfer Learning (revisão)31 Dutta et al. (2023) Meta-learning/Few-shot, CNN (VGG16), Transfer Learning32 Soren and Rajendran (2024) MolCNN (genômica)33 Priyanka, Anitha andBhavani (2024) CNN (ResNet50, VGG16, EfficientNetB0), SVM, KNN, Random Forest; Transfer Learning
34 Mitra et al. (2024) Random Forest, LightGBM, Gradient Boosting, SVR35 Al-Qurashi et al. (2021) Transfer Learning (VGG16/ResNet50)+SVM, Random Forest, Decision Tree (híbrido)36 Jamshidi et al. (2024) Random Forest, LightGBM, CatBoost; Ensembles; Redes Profundas37 Arifin et al. (2024) CNN (extração de atributos)+SVM, KNN, Random Forest (híbrido)38 Sindha et al. (2024) SEYOLO (YOLO modificado com atenção), CNN39 Kurniawan et al. (2024) SMOREFSVM (Spider Monkey Optimization)+Random Forest40 Nainwal et al. (2025) CNN (ResNet34/18, VGG16); Data Augmentation

dom Forest), um ensemble de árvores, é usado para previ-são de rendimento e análise multivariada, destacando-sepela interpretabilidade. SVM (Support Vector Machine)separa classes com alta precisão em datasets estrutura-dos, e KNN (K-Nearest Neighbors) classifica com base emproximidade, sendo simples e eficaz em cenários limita-dos. XGBoost e LightGBM, técnicas de boosting, oferecemalta acurácia em previsão de produtividade. LSTM (LongShort-Term Memory), uma rede recorrente, é aplicadaem dados temporais e séries multiespectrais. PCA (Prin-cipal Component Analysis) reduz dimensionalidade paraeliminar ruído e melhorar desempenho. Meta-learningpermite generalização com poucos exemplos rotulados,enquanto MolCNN aplica convoluções moleculares parapredição fenotípica baseada em dados genômicos.
Abordagens híbridas como Wavelets + ANN (ArtificialNeural Network) combinam extração de características

com redes neurais para eficiência computacional. Técnicascomplementares incluem clustering para agrupamentonão supervisionado e regressões múltiplas para previsãocontínua.
A Tabela 5 mostra os artigos e suas respectivas técni-cas de aprendizado de máquina aplicadas à agriculturasustentável. Para tarefas de visão computacional, predo-minam CNNs e suas variantes (VGG16, ResNet, DenseNet,EfficientNet) em 1, 3, 5, 7, 11–12, 17–18, 21–23, 25–33,35, 37, 40, frequentemente combinadas com detectoresYOLO (2, 38) e segmentadores Mask R-CNN (2) para loca-lização/segmentação precisa de sintomas e pragas. Existeainda o SE-YOLO (variante com atenção por canal) em38 e uso sistemático de transfer learning em 7, 21, 25, 26,33, 35, 37. Em cenários de dados estruturados e tomadade decisão multivariada, sobressaem ensembles interpre-táveis como Random Forest e Gradient Boosting (XGBo-
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ost/LightGBM/CatBoost) em 6, 9, 13–14, 19–20, 24, 34,36, além de árvores de decisão (4, 8, 22, 35).A família de classificadores clássicos aparece ampla-mente: SVM em 8, 12, 15, 16, 22, 23, 25, 27, 30, 35, 37,KNN em 21, 22, 27, 30, 35, 37; e regressões (múltipla eSVR) em 9, 24, 34. Em datasets pequenos ou pipelineseficientes, destacam-se híbridos DL+ML (por exemplo,CNN+RF/SVM) em 18, 35, 37, PCA para redução de dimen-sionalidade (15) e Wavelets + ANN (28); também há cluste-ring para organização não supervisionada em 9, 23.Quando a dinâmica temporal é relevante, surgem abor-dagens sequenciais (CNN+LSTM) em 19; e, nas frentesemergentes, meta-learning/few-shot para generalizaçãocom poucos rótulos em 31 e MolCNN para genômica e pre-dição fenotípica em 32.Em conjunto, esse panorama comprova que a seleçãotécnica acompanha a natureza do dado: imagens e sinaismultiespectrais favorecem CNNs/YOLO/Mask R-CNN/SE-YOLO (com transfer learning), enquanto dados tabularesmultivariados e séries favorecem ensembles, SVM/KNN,regressões e modelagem temporal (LSTM), com PCA, wa-velets e clustering como componentes de suporte.
4.3 QC2 Quais tipos de dados são utilizados como

base para os modelos de Aprendizado de Má-
quina aplicados ao manejo agrícola?

Os estudos analisados demonstram que os modelos deAprendizado de Máquina aplicados à agricultura susten-tável utilizam predominantemente imagens digitais defolhas, frutos e áreas cultivadas, capturadas em condiçõesreais de campo ou provenientes de bases públicas comoPlantVillage (artigos 1, 3, 5, 7, 11, 12, 17, 18, 21, 22, 23, 25, 27,29, 30, 33, 35, 37, 38, 40). Essas imagens incluem variaçõesde iluminação, ângulos e estágios de doença, sendo fre-quentemente complementadas por dados multiespectraise de radar (Sentinel-1 e Sentinel-2) para mapeamento ter-ritorial e avaliação de qualidade de sementes (artigos 19,20). Além disso, há uso de dados estruturados oriundosde sensores IoT, informações climáticas, característicasfísico-químicas do solo (pH, NPK) e índices vegetativos(NDVI, NDRE), que suportam tarefas de previsão de pro-dutividade e recomendação agronômica (artigos 9, 10, 13,14, 24, 34, 36). Em aplicações avançadas, um estudo incor-pora dados genômicos para fenotipagem e melhoramentogenético (artigo 32) , bem como séries temporais para aná-lise de demanda hídrica e qualidade de sementes (artigo19). O pré-processamento desses dados envolve normali-zação, segmentação e integração multimodal, garantindorobustez e generalização dos modelos.
4.4 QC3 Quais culturas agrícolas são mais fre-

quentemente abordadas nas aplicações de
Aprendizado de Máquina com foco em sus-
tentabilidade?

A análise dos 40 estudos indica predominância de aplica-ções voltadas para arroz (artigos 1, 3, 12, 19, 20, 23, 24, 25,38, 39), seguido por tomate (artigos 4, 21, 25, 29, 30, 33) ebatata (artigos 5, 25), culturas amplamente estudadas pela

relevância econômica e vulnerabilidade a doenças folia-res. Outras culturas recorrentes incluem milho (artigos 19,20, 27), cebola (artigo 7), pimenta (artigo 28), mostarda(artigo 17), algodão (artigos 8, 15, 34), cana-de-açúcar (ar-tigo 26), soja (artigo 40) e hortaliças diversas (artigos 9,24, 36). Também foram identificadas aplicações em café(artigo 31), palma de óleo (artigo 36), pepino (artigo 35),frutíferas cítricas (limão e laranja) (artigo 37), feno-grego(artigo 18) e aipo (artigo 16). Essa diversidade demonstraque, embora arroz e tomate concentrem a maior parte daspesquisas, há uma tendência crescente de expandir o usode ML para múltiplas espécies, incluindo grãos, hortaliças,frutíferas e culturas perenes, reforçando a aplicabilidadetransversal das técnicas para promover sustentabilidadeagrícola.
4.5 QE1 Qual é o número de publicações por fonte

de pesquisa?

A Figura 2 apresenta a distribuição das publicações seleci-onadas entre as bases de dados consultadas no processoda revisão sistemática. Os resultados mostram predomí-nio da IEEE, que reúne 75 % das publicações identificadas,representando a principal fonte de estudos relevantes. Emseguida, a Scopus, responsável por 15 % do total, contri-buindo de forma complementar para o portfólio. A ACMcorresponde a 7,5 %, enquanto a Springer aparece com2,5 %. As bases Taylor e Francis e Wiley não aparecem,pois não tiveram artigos selecionados na última etapa doprocesso de triagem.

Figura 2: Publicações por fonte de pesquisa

https://ieeexplore.ieee.org
https://www.scopus.com
https://dl.acm.org
https://link.springer.com
https://taylorandfrancis.com
https://onlinelibrary.wiley.com
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Figura 3: Publicações por ano e base de pesquisa
4.6 QE2 Quantas publicações ocorreram por ano?

A Figura 3 apresenta a distribuição temporal dos traba-lhos, segmentados pelas bases de dados ACM, IEEE Xplore,Scopus e Springer.Nota-se que apenas 1 artigo (2,5%) foi publicado em2021, indexado na Scopus. Em 2023 observa-se um cres-cimento moderado, totalizando 3 artigos (7,5%), sendo 2provenientes da IEEE Xplore e 1 da Scopus. O ano de 2024concentra o maior volume de publicações, com 28 artigos(70%), destacando-se a predominância da IEEE Xplore,que reúne 21 publicações, seguida por ACM (3 artigos) eScopus (4 artigos). Em 2025 verifica-se uma redução, com8 artigos (20%), distribuídos entre IEEE Xplore (7 artigos)e Springer (1 artigo). Essa oscilação evidencia um ciclo decrescimento acentuado entre 2023 e 2024, seguido de umdecréscimo no ano subsequente, refletindo variações novolume de produção científica relacionada ao tema duranteo período analisado.
5 Discussão e TaxonomiaEssa seção discute os resultados do estudo, considerandoas relações entre as técnicas de Aprendizado de Máquina,os tipos de dados utilizados, as aplicações agrícolas identi-ficadas e suas contribuições para a sustentabilidade. Tam-bém são analisadas as limitações relacionadas à eficáciaecológica, à infraestrutura tecnológica e à adoção práticadessas soluções. Por fim, apresenta-se a taxonomia cons-truída a partir dos 40 estudos selecionados, organizandoos achados nas dimensões Dados, Cultura, Aprendizadode Máquina e Aplicações em Sustentabilidade.
5.1 Discussão crítica dos resultados

A análise conjunta dos estudos indica que a escolha dastécnicas de Aprendizado de Máquina está diretamente re-lacionada à natureza dos dados e à tarefa agrícola anali-sada. Modelos baseados em CNN, YOLO e transferênciade aprendizado predominam em aplicações que utilizamimagens para detecção de doenças, pragas e estresses nasplantas. Em contrapartida, Random Forest, Gradient Bo-osting e outros métodos de conjunto são mais frequentesem problemas que envolvem dados climáticos, agronô-micos e de solo, especialmente em tarefas de previsão de

produtividade e apoio à decisão. Dessa forma, os resulta-dos não indicam a superioridade absoluta de uma técnica,mas mostram que seu desempenho depende do contextode aplicação, da qualidade dos dados e do objetivo do mo-delo (Bhaskar et al., 2024; Vidhya et al., 2025; Kumar et al.,2025; Jamshidi et al., 2024).Embora os estudos analisados reportem métricas comoacurácia, precisão, recall e erro preditivo, não foi possí-vel determinar quais modelos apresentam maior eficáciaecológica. Os trabalhos analisados utilizam culturas, con-juntos de dados, objetivos e métricas distintas, o que im-pede uma comparação direta. Na classificação proposta,12 dos 40 estudos analisados (30%) foram enquadradosno grupo A, por priorizarem a redução de impactos ecoló-gicos, enquanto 28 estudos (70%) concentraram-se prin-cipalmente na resiliência e na estabilidade produtiva. Essepredomínio mostra que resultados computacionais e pro-dutivos recebem maior atenção do que efeitos ecológicosdiretos. Portanto, não se pode assumir que maior acuráciaou melhor desempenho preditivo representem, necessari-amente, maior sustentabilidade ambiental.A viabilidade prática das soluções também depende defatores tecnológicos e operacionais. Modelos profundosexigem capacidade computacional, conjuntos de dados re-presentativos e infraestrutura adequada para treinamentoe execução. Sistemas baseados em sensores e redes IoTdependem de conectividade, manutenção, calibração e in-teroperabilidade entre dispositivos. Essas exigências limi-tam a adoção em pequenas e médias propriedades, especi-almente em contextos com baixa conectividade, recursosfinanceiros restritos e menor disponibilidade de capacita-ção técnica (McGrath et al., 2023; Finger et al., 2023; Avilaand Barbosa, 2025; Garré et al., 2026).
5.2 Taxonomia proposta

A Figura 4 apresenta a taxonomia proposta, que estabeleceuma estrutura conceitual abrangente para compreendere organizar os elementos que sustentam a integração dasustentabilidade na agricultura digital. Essa estrutura foiconstruída a partir da análise dos 40 artigos científicos,permitindo identificar dimensões centrais que convergempara sistemas ciberfísicos inteligentes. Esses sistemas in-tegram dados em tempo real, conectividade e algoritmosde decisão, com o objetivo de apoiar práticas agrícolas queconciliem produtividade, eficiência e conservação de re-cursos.A taxonomia está organizada em quatro sistemas prin-cipais: Dados, Cultura, Aprendizado de máquina e Apli-cações em sustentabilidade, que representam dimensõescomplementares e interdependentes da transformação di-gital no setor agrícola.O sistema de dados constitui a base informacional daagricultura digital sustentável. Ele engloba fontes hetero-gêneas, como imagens de plantas, sensoriamento remoto,sensores de solo e clima e séries históricas de manejo eprodutividade. Essa diversidade de dados é essencial paraalimentar modelos analíticos robustos, permitindo mo-nitoramento contínuo, análises preditivas e tomada dedecisão baseada em evidências. A integração dessas infor-mações contribui para reduzir incertezas e otimizar o usode insumos, promovendo maior eficiência operacional.
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Figura 4: Taxonomia da sustentabilidade na agricultura digital
A categorização das culturas em grupos permite adap-tar soluções digitais às particularidades de cada cadeiaprodutiva. Essa segmentação é fundamental porque cadagrupo apresenta padrões fenológicos, exigências nutricio-nais e vulnerabilidades distintas, demandando estratégiasdiferenciadas para manejo sustentável. Os grupos con-templam cereais (arroz, milho, trigo), leguminosas (soja,feijão), hortaliças (tomate, pimentão, cebola, pepino) efrutíferas (laranja, limão, uva, maçã), além de perenesindustriais (café, cana, palma de óleo).
O sistema de aprendizado de máquina representa onúcleo analítico da agricultura digital sustentável. Eleabrange técnicas como visão computacional com CNN, mo-delos clássicos (SVM, Random Forest, KNN), detectores deobjetos (YOLO e similares) e modelos preditivos de sériestemporais (LSTM, regressão). Cada abordagem atendea desafios específicos. CNN e YOLO são aplicados à de-tecção de doenças e pragas, enquanto modelos preditivossuportam estimativas de produtividade e planejamentoagronômico. Essa diversidade metodológica assegura fle-xibilidade e precisão nas análises, fortalecendo a tomadade decisão baseada em dados.
As aplicações constituem a dimensão prática da taxo-nomia, traduzindo dados e algoritmos em benefícios con-cretos para a sustentabilidade agrícola. Entre as principaisfunções destacam-se: uso eficiente de insumos químicos,redução de perdas e aumento de produtividade, otimizaçãodo uso do solo e do espaço produtivo, avaliação da quali-dade de sementes e produtos e apoio à decisão e automaçãodo manejo. Essas aplicações contribuem diretamente paraa redução de impactos ambientais, a conservação de recur-sos e a melhoria da eficiência produtiva.

6 Conclusões
A sustentabilidade tem se consolidado como princípio es-sencial para o futuro da agricultura, e os resultados destarevisão sistemática indicam que a agricultura digital, ar-ticulada com inteligência artificial e integração de dadosambientais, configura um caminho consistente para avan-çar nessa direção. Contudo, a análise detalhada dos qua-renta artigos evidencia que, na maior parte dos estudos, oobjetivo central permanece orientado à maximização daprodução e à estabilidade de rendimento, enquanto a sus-tentabilidade é tratada predominantemente como efeitocolateral desejável, derivado do ganho de eficiência pro-porcionado pelas técnicas de aprendizado de máquina.Os trabalhos avaliados mostram que ambientes inteli-gentes, compostos por sensores, redes IoT e algoritmos deaprendizado de máquina, de fato contribuem para reduzirdesperdícios, otimizar o uso de água, energia e insumosquímicos e qualificar a tomada de decisão no manejo agrí-cola. Na prática, a maior parte das aplicações está focadaem prever produtividade, antecipar doenças e pragas ouidentificar zonas de maior risco produtivo, o que resultaem menor uso de insumos e em impactos ambientais po-tencialmente menores, mas sem que critérios de sustenta-bilidade sejam explicitamente modelados como variáveisde saída ou metas de projeto. Assim, sustentabilidade apa-rece mais como consequência da eficiência produtiva doque como objetivo primário de modelagem.As soluções mapeadas viabilizam monitoramentoquase em tempo real, previsão climática operacional, aná-lise de solo e controle de pragas e doenças, bem como ras-treabilidade e controle de qualidade ao longo da cadeiaprodutiva. Esses elementos se articulam com a segurançaalimentar, a transparência ao consumidor e a conformi-dade regulatória, aproximando dimensões ambientais e
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sociais. No entanto, são raros os estudos que incorporamindicadores explícitos de impacto ambiental, social ou eco-nômico nas funções objetivo dos modelos, o que limitaa capacidade de avaliar se as melhorias de desempenhoprodutivo se traduzem em ganhos efetivos de sustentabi-lidade em múltiplas escalas.O estudo também evidencia limitações estruturais paraa adoção ampla dessas soluções, como a necessidade deinfraestrutura tecnológica adequada, padronização e inte-roperabilidade de dados, governança da informação e aces-sibilidade para pequenos e médios produtores. Persistemdesafios relacionados à capacitação técnica, à viabilidadeeconômica das soluções em contextos de baixa capitaliza-ção e à dependência de bases de dados restritas a condiçõesespecíficas de clima, solo e manejo. Ainda assim, a com-binação entre inteligência artificial e práticas de manejomais eficientes se mostra uma estratégia necessária parauma agricultura que pretende conciliar produtividade, re-siliência e preservação ambiental no longo prazo.Como trabalhos futuros, recomenda-se o desenvolvi-mento de modelos de aprendizado de máquina que incor-porem explicitamente métricas de sustentabilidade emsuas funções objetivo, de forma que a redução de emissões,o uso racional de água e insumos químicos, a conservaçãodo solo e a estabilidade ecológica do sistema sejam trata-dos como metas centrais, e não apenas como benefíciosindiretos da otimização produtiva. É necessário tambémavançar em abordagens que integrem, em escala opera-cional, dados de sensoriamento remoto, sensores de soloe clima, registros de manejo e informações socioeconô-micas, permitindo análises mais holísticas e sensíveis aocontexto local.Além disso, há espaço para explorar modelos explicá-veis que tornem transparentes os critérios de decisão algo-rítmica, ampliando a confiança de técnicos e produtores,e para arquiteturas voltadas a cenários de baixa conecti-vidade e computação em borda, adequadas à realidade depequenos estabelecimentos rurais. Estudos que combinemexperimentação de campo, avaliação econômica e análisede impactos socioambientais podem orientar políticas pú-blicas e programas de extensão focados em agriculturadigital sustentável. Por fim, a ampliação e abertura debases de dados representativas de diferentes biomas, siste-mas produtivos e perfis de produtores será crucial para queas soluções identificadas nesta revisão avancem de protó-tipos acadêmicos para instrumentos robustos de apoio àtransição efetiva para uma agricultura sustentável.
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