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Resumo

Apresenta-se um modelo de Rede Neural Artificial (RNA) do tipo Perceptron Multicamadas (MLP - Multilayer Perceptron)
para um problema de classificac¢do binaria, visando predizer a probabilidade de um adolescente entre 12 e 16 anos
apresentar Transtorno do Espectro Autista (TEA). O modelo foi desenvolvido com técnicas de aprendizado profundo
(Deep Learning) e treinado com 70% de um conjunto de dados contendo 248 participantes, cada um com 17 atributos.
Os dados de entrada referem-se a caracteristicas comportamentais extraidas do questionario AQ-10 para adolescen-
tes — obtido do repositério de Machine Learning da Universidade da Califérnia em Irvine (UCI) — acrescidas de sete
carateristicas sociodemograficas. A implementacdo do algoritmo foi realizada em Python, utilizando a API Keras da
biblioteca TensorFlow. Adicionalmente, com o objetivo de ampliar o acesso, o modelo foi implantado em um aplicativo
web de acesso ptiblico denominado TRIA-TEA Adolescente, que funciona como uma ferramenta de triagem inicial para
identificagdo de possiveis tracos de TEA, ndo substituindo a avaliagdo clinica multidisciplinar realizada por profissionais
habilitados. Desenvolvido em portugués, o aplicativo visa facilitar seu uso por pais, educadores e profissionais de saide.

Palavras-Chave: Aplicativo Web; IA; Perceptron Multicamadas; Rede Neural Artificial; TEA.

Abstract

This paper presents an Artificial Neural Network (ANN) model based on a Multilayer Perceptron (MLP) architecture
for a binary classification problem aimed at predicting the probability that an adolescent between 12 and 16 years of
age has Autism Spectrum Disorder (ASD). The model was developed using Deep Learning techniques and trained on
70% of a dataset comprising 248 participants, each characterized by 17 attributes. The input data consist of behavioral
characteristics extracted from the AQ-10 questionnaire for adolescents—obtained from the University of California,
Irvine (UCI) Machine Learning Repository—together with seven sociodemographic characteristics. The algorithm
was implemented in Python using the Keras API of the TensorFlow library. In addition, to broaden accessibility, the
model was deployed as a publicly available web application named TRIA-TEA Adolescente, which serves as an initial
screening tool for identifying potential ASD traits without replacing the multidisciplinary clinical evaluation performed
by qualified healthcare professionals. Developed in Portuguese, the application is intended to facilitate its use by parents,
educators, and healthcare professionals.

Keywords: Al; Artificial Neural Network; ASD; Multilayer Perceptron; Web Application.
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1 Introdugao

Conforme definido pela Classificagdo Internacional de Doen-
¢as (CID-11; Organizagdo Mundial de Sadde (OMS), 2019) e
pelo Manual Diagnéstico e Estatistico de Transtornos Mentais
— 52 Edicdo, texto revisado (DSM-5-TR; Associacdo Psiqui-
atrica Americana (APA), 2023), o transtorno do espectro
autista (TEA) é caracterizado por um conjunto de mani-
festacOes centrais que variam em intensidade e forma de
expressdo. De acordo com esses manuais diagnésticos, o
TEA envolve dificuldades persistentes na comunicac¢do e
na interacdo social em multiplos contextos, bem como pa-
droes restritos e repetitivos de comportamentos, interes-
ses ou atividades. Tais padrdes podem incluir resisténcia
a mudangas, foco excessivo em detalhes, uso repetitivo de
objetos ou da fala, e reagdes atipicas a estimulos sensori-
ais, como sons, texturas ou luzes, entre outros. Devido a
ampla variabilidade na manifesta¢do dos sintomas e carac-
teristicas, adota-se, atualmente, a concepcao de espectro
para o TEA, reconhecendo que o transtorno pode se apre-
sentar em diferentes graus de intensidade e em diversas
combinagdes de habilidades e desafios.

Lord et al. (2018) afirmam que, em comparacao a cinco
décadas atras, as perspectivas de intervencao e de melhora
na qualidade de vida de pessoas com TEA apresentaram
avancos significativos. Além disso, tem-se identificado,
com maior frequéncia, individuos com TEA que exibem ni-
veis mais leve de sintomatologia. De acordo com o DSM-5-
TR (APA,2023), o transtorno € classificado em trés niveis,
conforme o grau de suporte necessario: nivel 1 (requer
suporte), nivel 2 (requer suporte substancial) e nivel 3 (re-
quer suporte muito substancial). Essa classificacdo reflete
a ampla heterogeneidade observada no espectro autista,
reconhecendo as combinagoes singulares de habilidades,
desafios e formas de adaptacgdo. Muitos individuos com
TEA desenvolvem linguagem verbal, frequentam a escola,
exercem atividades profissionais e vivem de maneira aut6-
noma, enquanto outros necessitam de acompanhamento
mais préximo ou de apoios especializados em determina-
das areas do funcionamento.

Embora a genética e a neurociéncia ja tenham identi-
ficado centenas de variantes genéticas associadas a um
maior risco de TEA e revelado fascinantes padrées de vul-
nerabilidade, ainda ndo existem marcadores definitivos
e em muitos casos ndo se encontra uma causa genética
especifica (Frye et al., 2019). Estudos da area indicam que
o TEA resulta de interagdes complexas entre fatores gené-
ticos, epigenéticos, ambientais e contextuais (APA, 2023;
Leblond et al., 2019). Assim, ainda ha um longo caminho a
ser percorrido na identificacdo de fatores mais especificos
que subsidiem o diagnéstico clinico individual, orientem
intervencoes terapéuticas e ampliem a compreensado da
neurodiversidade no TEA (Araujo et al., 2023).

Segundo o Instituto Brasileiro de Geografia e Estatistica
- IBGE (2025), 0 Censo Demografico brasileiro 2022 trouxe
pela primeira vez em sua historia um dado sobre o TEA. Por
meio de um questionario domiciliar, foi identificado que
2,4 milhdes de pessoas (cerca de 1,2% da populacgao) foram
diagnosticadas com o transtorno. A prevaléncia foi maior
entre os homens (1,5%) do que entre as mulheres (0,9%).
Quando distribuidos por cor ou raga, os percentuais foram
os seguintes: branca (1,3%), preta (1,1%), amarela (1,2%),

parda (1,1%) e indigena (0,9%). A taxa de escolarizagao
entre a populac¢do com autismo foi de 36,9%.

As causas do transtorno do espectro autista (TEA) ainda
nao sao totalmente compreendidas, mas as pesquisas
apontam que ele resulta de uma combinac¢do complexa de
fatores genéticos, ambientais e biolgicos, veja Love et al.
(2024) e Wang et al. (2023). O diagnostico formal de TEA é
realizado preferencialmente por uma equipe multiprofis-
sional (psiquiatras, neurologistas, psicélogos entre outros
profissionais) por meio de avaliacdo clinica, observagao
comportamental e aplicacdo de instrumentos de medida.
Os instrumentos diagnosticos para o TEA ainda ndo estdao
totalmente adaptados e normalizados para o Brasil. Por
isso, a fim de auxiliar os profissionais da satide no rastreio
inicial e na identificacdo precoce de individuos com risco
para TEA, foram desenvolvidas ferramentas de triagem.
Tais instrumentos, distintos daqueles com finalidade di-
agnostica, sdo classificados de acordo com a faixa etaria.

Entre os instrumentos utilizados para o rastreio e
avaliacdo do TEA no Brasil em diferentes faixas etarias,
destacam-se para a primeira infancia, o Modified Checklist
for Autism in Toddlers — Revised with Follow-Up (M-CHAT-
R/F; Losapio et al., 2023), voltado a deteccdo precoce de
sinais de risco, e a Escala Mini-TEA, proposta por Force-
lini et al. (2024), direcionada a criangas entre 2,5 e 12 anos.
Para criangas a partir de dois anos e meio destaca-se a ver-
sao brasileira da Escala de Responsabilidade Social (SRS-2;
Constantino and Gruber (2020), que avalia o risco para
TEA, bem como dimensées da comunicacdo social e dos
comportamentos restritos e repetitivos.

No caso de instrumentos voltados exclusivamente para
adultos, incluem-se o Autism-Spectrum Quotient (AQ), de-
senvolvido por Baron-Cohen et al. (2001) para mensurar
tracos autisticos em individuos com inteligéncia média
ou acima (do Egito et al., 2018) e o Ritvo Autism & Asper-
ger Diagnostic Scale — Revised (RAADS-R), de Ritvo et al.
(2011). Trata-se de uma versdo modificada da escala origi-
nal RAADS, publicada em 2008, desenvolvida para suprir
uma lacuna importante nos servigos de triagem para adul-
tos com TEA. Essas ferramentas representam uma etapa
crucial para o encaminhamento adequado e a intervencao
precoce.

Na triagem de autismo em adolescentes, o estudo pi-
oneiro de Baron-Cohen et al. (2006) adaptou o AQ para
a faixa etaria de 9,8 a 15,4 anos. Trata-se de uma versio
de relato parental no qual as respostas sao somadas para
gerar uma pontuacao total (de 0 a 50), indicativa da quanti-
dade de tracos de TEA presentes. A versao, respondida por
pais, discriminou com eficacia os grupos clinicos (TEA)
dos controles, sendo que aproximadamente 90% dos ado-
lescentes com TEA atingiram pontuacao igual ou superior
a 30. Dessa forma, o instrumento mostrou-se valido para
o rastreio inicial de tragos autistas nessa populagao.

Allison et al. (2012) identificaram 10 itens no AQ como
mais discriminativos, considerando versdes para adultos,
adolescentes e criangas, a partir de uma amostra de mais
de 1.000 individuos com TEA (449 adultos, 162 adolescen-
tes, 432 criangas e 126 criangas pequenas) e um grupo de
controle com 3.000 participantes sem diagnoéstico de TEA
(838 adultos, 475 adolescentes, 940 criancas e 754 crian-
cas pequenas). Os 10 itens mais discriminativos de cada
versdo foram selecionados para compor versoes reduzidas
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do questionario. Como resultado, ao utilizar um ponto de
corte de 6 no AQ-10 para adolescentes, obteve-se sensi-
bilidade de 0,93, especificidade de 0,95 e Valor Preditivo
Positivo (VPP) de 0,86.

Thabtah et al. (2018) propuserem um novo método de
Inteligéncia Computacional denominado Analise de Varia-
veis (AV), que reduz significativamente o ntimero de itens
necessarios em ferramentas de avalia¢do de TEA autoapli-
cadas — ou instrumentos de triagem —, mantendo niveis
competitivos de sensibilidade, especificidade e precisao
preditiva. O método AV foi implementado em Java e inte-
grado ao ambiente de aprendizado de maquina (Machine
Learning — ML) denominado WEKA. Foram utilizados trés
conjuntos de dados primarios referentes as versoes do AQ
para adultos, criancas e adolescentes, coletados ao longo
de quatro meses por meio de um aplicativo mével denomi-
nado ASDTests. A validacdo dos resultados obtidos com o
AV foi realizada por meio de dois algoritmos de ML: C4.5
(baseado em arvore de decisio) e RIPPER (baseado em re-
gras de classificacdo).

Thabtah (2019) desenvolveu o aplicativo ASDTests para
triagem acessivel de TEA, disponivel em Android e iOS. A
ferramenta abrange quatro faixas etarias (criancas, adoles-
centes, adultos e bebés) com versdes reduzidas dos ques-
tionarios AQ e Q-CHAT. A validagdo utilizando os algorit-
mos Naive Bayes e Regressao Logistica demonstrou alta
eficacia, com sensibilidade, especificidade e acuracia su-
periores a 92%. A andlise de dados via método wrapper
permitiu identificar um subconjunto otimizado de itens
para cada grupo. Dessa forma, o aplicativo consolida-se
tanto como uma solugdo pratica de rastreio quanto como
uma plataforma valiosa para coleta de dados em pesquisas
sobre TEA.

Shahamiri and Thabtah (2020) propdem um sistema
de triagem de autismo baseado em aprendizado profundo
(Deep Learning — DL), que substitui os métodos classicos
de pontuagao. O sistema inclui um aplicativo mével para
coleta de dados, um servico web com Rede Neural Con-
volucional (CNN) treinada em casos historicos de TEA e
um banco de dados para aprendizado continuo. A CNN
foi avaliada em um grande conjunto de dados de autismo
composto por casos e controles de adultos, adolescentes,
criancas e bebés.

De forma similar, Raj and Masood (2020) investiga-
ram a aplicagdo de algoritmos de aprendizado de maquina
(ML) — como Naive Bayes, Maquinas de Vetores de Su-
porte (SVM), Regressdo Logistica, k—Vizinhos Mais Proxi-
mos (KNN), Redes Neurais Artificiais (RNA) e Redes Neu-
rais Convolucionais (CNN) — para a predicdo e analise do
TEA em criangas, adolescentes e adultos. Os resultados de-
monstraram que os modelos baseados em CNN obtiveram
o melhor desempenho em todos os conjuntos de dados,
com acuracias de 99,53% (adultos), 98,30% (criancas) e
96,88% (adolescentes).

Artoni et al. (2022) desenvolveram um modelo de ML
para o pré-diagnoéstico de TEA utilizando trés bases de
dados AQ-10 (criancas, adolescentes e adultos). Foram
empregados os seguintes algoritmos: Analise de Compo-
nentes Principais (ACP), KNN, Arvore de Decis3o J48, Flo-
resta Aleatéria (RF), e SVM com kernels linear, polinomial
e radial. O projeto foi implementado na linguagem R. Os
resultados demonstraram que, de um total de 14 atributos

presentes nos dados originais, apenas de 5 a 7 sao neces-
sarios para atingir uma acuracia de 0.9, sendo que o algo-
ritmo SVM foi o que apresentou o melhor desempenho.

Além desses, outros algoritmos de ML também sdo cita-
dos na literatura, como Arvore de Decisdo (DT), Classifica-
dor de Arvores Extras (ET), AdaBoost (AB) e Classificador
por Descida de Gradiente Estocastico (SGD), conforme re-
ferenciado em Khudhur and Khudhur (2023) e Subhash
and Motagi (2024).

Este trabalho apresenta um novo modelo para predicao
de probabilidade de TEA em adolescentes de 12 a 16 anos.
Para isso, foi desenvolvido um modelo de classificacdo bi-
naria baseado em uma Rede Neural Artificial (RNA) do tipo
Perceptron Multicamadas (MLP - Multilayer Perceptron),
implementado por meio de técnicas de aprendizado pro-
fundo. O modelo foi treinado com 70% de um conjunto de
dados contendo 248 participantes do questionario AQ-10
para adolescentes, obtido do repositério de Machine Le-
arning da Universidade da Califérnia em Irvine (UCI). A
implementacao do algoritmo foi realizada na linguagem
Python, utilizando a API Keras da biblioteca TensorFlow.
Adicionalmente, visando a acessibilidade, o modelo foi
implantado em uma aplicacdo web de uso publico, que o
disponibiliza como uma ferramenta de triagem inicial para
TEA em adolescentes, ndo substituindo a avalia¢do clinica
multidisciplinar realizada por profissionais habilitados. O
aplicativo, desenvolvido em portugués, visa facilitar a uti-
lizagdo por profissionais de satde e pelo piblico em geral.

2 Fundamentagao Teorica

2.1 Questionario do Quociente do Espectro Autista

(AQ)

Baron-Cohen et al. (2006) desenvolveram a versao para
adolescentes do Questionario do Quociente do Espectro
Autista (AQ), composto por 50 itens distribuidos em 5 su-
bescalas de 10 questdes cada: (a) Habilidade Social, (b)
Mudanca de Atencdo, (c) Atenc¢do aos Detalhes, (d) Comu-
nicacao e (e) Imaginacao. Allison et al. (2012) apresentam
uma tabela (Tabela S2) que mostra a relacao completa, em
ordem decrescente, dos 50 itens obtidas ap6s analise do
Indice de Discriminacio (DI) do AQ para adolescentes.

A Tabela 1 apresenta as 10 primeiras questdes do AQ
para adolescentes, contemplando itens de cada uma das
subescalas, além dos respectivos Valores Preditivos Positi-
vos (VPP). Esta tabela, adaptada da Tabela 2 de Allison et al.
(2012) e com modificacées na formatacao, organiza-se
da seguinte forma: a primeira coluna apresenta as cinco
subescalas correspondentes as carateristicas comporta-
mentais avaliadas; a segunda coluna identifica os itens
que enumeram das 10 questdes selecionadas; a terceira
coluna apresenta o texto das questdes do Questionario do
Quociente do Espectro Autista (AQ) utilizadas na avalia-
¢do; a quarta coluna referencia a numeracao original das
50 questdes do AQ-50; e a quinta coluna exibe os Valores
Preditivos Positivos (VPP) de cada item.

Além das dez caracteristicas comportamentais, sdo con-
sideradas outras caracteristicas com a finalidade de com-
plementar o conjunto de dados de entrada dos modelos
computacionais de triagem de TEA. Esses dados podem
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Tabela 1: As 10 principais caracteristicas comportamentais do Questionario do Quociente do Espectro Autista (AQ) para

adolescentes.
Subescala Item Caracteristicas comportamentais AQ-50 VPP
Atencdo aos detalhes Co1 Vocé esta sempre percebendo padrdes nas coisas? 23 0,48

Co2 Vocé, geralmente, se concentra mais na imagem geral do que nos peque- 28 0,50
nos detalhes?
Mudanga de Atencdo Co03 Em um grupo social, vocé consegue acompanhar facilmente varias con- 10 0,67
versas diferentes ao mesmo tempo?
Co4 Se houver uma interrupgdo, vocé consegue voltar rapidamenteaoque 37 0,65
estava fazendo?
Comunicagao Co5 Frequentemente, vocé tem dificuldade em manter uma conversaem 26 0,65
andamento?
Co6 Vocé se sai bemn em pequenas conversas sociais? 38 0,70
Imaginacdo Co7 Na infancia, vocé costumava brincar de faz-de-conta com os amigui- 40 0,66
nhos?
Co8 Vocé apresenta dificuldades em se colocar no lugar de outra pessoa? 42 0,63
Habilidade Social ~C09 Vocé se sente a vontade em situagdes sociais? 1 0,66
C10 Vocé tem dificuldade em fazer novos amigos? 22 0,63

Fonte: Adaptado da Tabela 2 de Allison et al. (2012).

ser encontrados em (Tabtah (2017), Thabtah et al. (2018)
e Thabtah (2019)). Para o modelo de RNA desenvolvido
neste trabalho, foram incorporadas nove caracteristicas
adicionais (pessoais, clinicas e operacionais), as quais sdao
descritas na Tabela 2.

Tabela 2: Nove caracteristicas pessoais, clinicas e
operacionais que complementam os dados de entrada do
modelo de RNA.

Item Caracteristicas pessoais, clinico e operacional

C11 Qual é sua idade?
C12 Qualé o seu sexo?

C13 Qual é asuaetnia?
C14 Teve ictericia ao nascer?

C15 Vocé pertence a classe com TEA ou sem TEA?
C16 Pais de residéncia?

C17 Jausou algum aplicativo de triagem antes?
C18 Soma total de pontos obtidos nessa triagem (consi-
dera apenas as dez caracteristicas comportamentais)

C19 Quem esta completando o teste?

Fonte: Adaptado de Tabtah (2017).

Embora o AQ para adolescentes tenha demonstrado
validade para o rastreio inicial de tragos autistas (Baron-
Cohen et al., 2006), suas respostas refletem percepgdes
comportamentais dos respondentes, estando sujeitas a
variabilidade inerente ao processo de resposta. Essa carac-
teristica deve ser considerada na utilizacdo desses dados
em modelos computacionais de classificagao.

2.2 Rede Neural Artificial (RNA)

2.2.1 Inteligéncia Artificial

Adeterminacdo da presenca de caracteristicas compativeis
com o Transtorno do Espectro Autista (TEA) configura um
problema de classificacdo binaria. Nesse contexto, algo-

ritmos de aprendizado supervisionado buscam identifi-
car padrdes estatisticos nos dados, mesmo quando estes
apresentam a variabilidade inerente a instrumentos de
avaliacao comportamental, como o AQ. Para sua resolu-
¢do, foi empregado um modelo de Rede Neural Artificial
do tipo Perceptron Multicamadas com Aprendizado Pro-
fundo, inserido no contexto de Aprendizado de Maquina,
um dos dominios da Inteligéncia Artificial. A Fig. 1ilustra
a organizacdo hierarquica dessas subareas.

2 Inteligéncia Atrtificial
» Aprendizado de Maquina
> Aprendizado Profundo
> Rede Neural Artificial
»Perceptron Multicamadas
3TEA (Problema de Classificagao Binaria)
Figura 1: Relagdo hierarquica entre as subareas da

Inteligéncia Artificial aplicadas ao problema de
classificacdo binaria de TEA. Fonte: Os autores (2026).

2.2.2 Arquitetura da RNA

A arquitetura refere-se a estrutura topolégica da rede neu-
ral, incluindo o nimero de camadas, neuronios e conexdes.
Neste trabalho, foi adotada uma arquitetura feedforward
do tipo Perceptron Multicamadas (MLP - Multilayer Per-
ceptron), composta por:

o Camada de entrada: 17 neuronios (correspondentes aos
atributos de entrada)
o Duas camadas ocultas: 128 e 64 neurdnios, respectiva-
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mente
o Camada de saida: 1 neurénio (classificacdo binaria)

2.2.3 Fungdes de Ativagdo

As fungdes de ativacdo introduzem ndo-linearidades es-
senciais para que a RNA aprenda rela¢oes complexas nos
dados:

(a) Fungao ReLU. A funcao ReLU é definida por

ReLU(x) = max{o, x}

Sendo utilizada nas camadas ocultas para mitigar
problemas de desaparecimento do gradiente.

(b) Fungao Sigmoide. A funcio Sigmoide é definida por

_ 1
O’(X) = 71 T o

Sendo utilizada na camada de saida para produzir pro-
babilidade no intervalo [0, 1].

Os graficos de estas fungdes de ativacdo estdo apresen-
tados na Fig. 2.

109 — ReLu 10 Sigméide

ReLU(x)
a(x)

4 0.4

-10 -5 0 5 10 -10 -5 0 5 10
X X

Figura 2: Fungdes de ativagao utilizadas no modelo.
Fonte: Os autores (2026).

2.2.4, Modelo Matemadtico

0 modelo matemdtico descreve a transformacdo funcional
realizada pela RNA. Para um vetor de entrada x com 17
atributos, 0o mapeamento para a saida y é dado por:

x = (xaxy ... xi)
w = W(l)x + b,
hy = fi(u)
w = WPh;+b,
hy = fo(uz)

u = Wn,+b

y = f(u)

onde

x: Vetor de entrada (17 atributos)
wO, W) w): Matrizes de pesos
bi,ba,b: Vetores de viés (bias)
fi,f2,f: Funcdes de Ativacao (ReLU, ReLU, Sigmoide)

y: Probabilidade predita de TEA

Assim,

v=fw), u=¢a)

onde a = (W', W2, W3, by, by, b)! € RS representa o con-
junto completo de parametros treinaveis.

Portanto, o modelo matematico de RNA é dado pela fun-
cdo

y = Ya) (1)

onde

y=fot: R —[0,1]

2.2.5 Compilagdo do Modelo

(a) AFungdo Perda: Erro Quadratico Médio
Considere, respectivamente, o vetor de predicdes e o
vetor de dados reais:

N n
- Y2 V2
y = . e y = .
M/ Mx1 M/ Mx1

onde M é o tamanho da amostra.
A Funcdo Erro Quadratico Médio (L) é definida por

Ke) = ple@| = g [5@-y[> @)

onde ||-|| é a norma euclidiana e ¢ é o vetor de erros.

0 Otimizador: Método Adam

0 modelo utiliza o otimizador Adam (Adaptive Moment
Estimation), um algoritmo de otimizagdo estocastica
que atualiza iterativamente os pardmetros « para
minimizar a func¢ao perda L(c).

(b)

DESCRIGAO MATEMATICA DO METODO ADAM:
Seja a® o vetor de pardmetros na iteragio (época) k, e

g(k) - VL(a(k))

o gradiente da funcao perda. Entdo,

o Momento de 12 ordem:
m® = pmD (1 p)g®
o Momento de 22 ordem:

VWO = s (1) (0 )
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o Correcdo de viés:

(k) (k)

a0 = mT g o v

1- 1 l_ﬁZ

o Atualizacdo dos parametros:
N
ke1) _ (K m (
alke) = g0, W 3)
TR0 1

onde

— 1 = 0,001 ¢ a taxa de aprendizado (learning rate)

— p1=0,9¢e B, = 0,999 sdo fatores de decaimento dos
momentos

— ¢ =108 é uma constante de estabilizacio numérica

- m® = v(® = o (inicializagio)

— © denota o produto elemento a elemento (Produto
Hadamard)

Maiores detalhes em Kingma and Ba (2017).

2.2.6 Matriz de Confusdo

A Matriz de Confusdo é uma ferramenta fundamental para
avaliacdo de modelos de classificacdo binaria, fornecendo
uma visao detalhada do desempenho preditivo. Esta ma-
triz organiza os resultados em quatro categorias essenciais,
conforme ilustrado na Fig. 3.

Valor Real
Positivo Negativo

:§ Positivo VP FP
g Negativo\ F'N 1/ N

Ay

Figura 3: Matriz de Confusao. Fonte: Os autores (2026).
onde

VP (Verdadeiros Positivos): Casos corretamente identificados

como TEA.

VN (Verdadeiros Negativos): Casos corretamente identificados
como nao TEA.

FP (Falsos Positivos): Casos erroneamente classificados
como TEA.

FN (Falsos Negativos): Casos de TEA ndo detectados

pelo modelo.

Asoma VP + FP + FN + VN corresponde ao niimero total de
participantes avaliados.

Na triagem de TEA, a matriz permite analisar compro-
missos criticos entre sensibilidade (capacidade de detectar
casos reais) e especificidade (capacidade de excluir casos
ndo afetados), sendo crucial para aplicacdes clinicas onde
ambos os tipos de erro tém implicagdes significativas.

3 Materiais e Métodos
3.1 Coleta de Dados

Uma base de dados de Transtorno do Espectro Autista
(TEA) em adolescentes encontra-se disponivel no reposi-
torio de Machine Learning da Universidade da Califérnia,
campus Irvine (Tabtah, 2017). Esse conjunto é composto
por 104 instancias e 21 atributos. Em outro estudo, Artoni
et al. (2022) apresentam, em sua Figura 2, uma base de
dados de TEA para adolescentes — uma versao atualizada
do repositério — que inclui o questionario AQ-10 e outras
caracteristicas. Esse conjunto é formado por 248 partici-
pantes, sendo 127 participantes com diagnoéstico de TEA
e 121 sem esse diagndstico. No mesmo artigo, a Tabela 4
exibe apenas dez exemplos dessa base de dados, a qual
contém um total de 248 participantes e 22 atributos (veja
Fig. 4). A andlise realizada no presente trabalho utilizou o
conjunto completo de dados correspondentes a Tabela 4,
gentilmente cedido aos autores deste estudo pelo primeiro
autor do artigo de 2022.

3.2 Pré-processamento

Para o pré-processamento dos dados, desenvolveram-se
“pequenos” cédigos em Python utilizando a plataforma
Google Colab.

As etapas utilizadas nesta se¢ao sao:

3.2.1 Quadro de Dados Inicial (248 x 19) (Data Frame)

A primeira modificagdo realizada em relacdo a tabela da
Fig. 4 consistiu na redugio do niimero de atributos de 22
para 17, na alteracdo dos nomes das colunas e no reposici-
onamento da coluna Class. O resultado é apresentado na
Tabela 3, cuja nomenclatura de cada coluna esta especifi-
cada nas Tabelas 1 e 2.

3.2.2 Quadro de Dados Simplificado (248 x 17)

Do quadro de dados inicial (Tabela 3) foram removidas as
colunas C15 e C18. A coluna C15 foi extraida para consti-
tuir uma coluna independente, uma vez que representa 0s
dados reais do diagnostico de TEA (com ou sem TEA). Por
sua vez, a coluna C18 foi eliminada por representar a soma
dos valores das dez primeiras colunas, e o modelo de RNA
deste trabalho ja considera essas colunas individualmente.
Essas alteracoes podem ser observadas na Tabela 4.

3.2.3 Quadro de Dados do Modelo de RNA (248 x 17)

0 quadro de dados simplificado pode ser utilizada como
um conjunto de dados de entrada para algum modelo. En-
tretanto, para o modelo desenvolvido neste trabalho isso
ainda ndo é possivel, pois este estudo propde a elaboracao
de um aplicativo web de triagem de TEA para adolescentes.
Com esse objetivo, é necessario adaptar os dados de modo
que correspondam exatamente as informacdes forneci-
das pelos usuarios ao utilizarem o aplicativo, no qual eles
respondem as perguntas de um formulario Google. Dessa
forma, é necessério realizar as seguintes modificagoes:

o Traduzir o contetido para o idioma portugués;
o Substituir o valor 0 por “Nao” e o valor 1 por “Sim”;
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Tabela 4. Exemplo de 10 amostras da Base de Dados Adolescentes
Family Used
Case.No Al A2 A3 A4 A5 A6 A7 A8 A9 Al0 Age Sex Ethnicity Jaundice  With Residence App  Score Screening_Type Language User Class
ASD Before

19 1 1 0 1 0 0 1 1 0 0 15 m asian no no Indonesia no 5 12-16 years english self NO

22 0 1 1 1 0 1 1 0 1 0 15 m ikl no no Argentina no 6 12-16 years spanish parent NO
eastern

90 11 1 0 1 1 1 1 1 1 15 f :‘jgrl: no yes Egypt no 9 12-16 years english parent  YES

106 1 1 1 1 1t 1 1 1 0 0 16 f  latino 1o 1o Austria 1o 8 12-16 years english ;z:i‘sf::l YES

109 1 1 1 1 1 1 1 1 1 1 15 f aborignal  no no Barbados no 10 12-16 years english ;Z‘;le‘if:;; YES

117 0 1 1 1 0 1 1 0 1 0 14 m mitiile no no Bangladesh no 6 12-16 years farsi parent NO
eastern

119 I 0 0o o 1 0o o 1 0 1 14 f midde no no  Babados  no 4 12-16 years arabic parent NO
eastern

120 a0 0 10 0 i om0 o G no no Armenia no 4 12-16 years urdu parent NO
eastern

121 I o 0o o 1 0 o 1 o 1 15 f  midde no no  Argentina  no 4 12-16 years urdu parent NO
eastern

122 0 1 1 1 0 1 1 0 1 0 12 f mitdile no no Austria no 6 12-16 years turkish parent NO
eastern

Figura 4: As 10 primeiras linhas da Tabela 4 do artigo de Artoni et al. (2022).
Tabela 3: Quadro de Dados Inicial (248 x 19).

Co1 Co2 Co3 Co4 Cos5 Co6 Co7 Co8 Co9 Cio Ci1 Ciz C13 Ci14 Cis5 C16 C17 C18 Ci9
11 1 0 1 0 0 1 1 0 0 15 m asian no NO Indonesia no 5 self
20 1 1 1 0 1 1 0 1 0 15 m middleeastern no NO Argentina no 6 parent
311 1 o] 1 1 1 1 1 1 15 f middleeastern no YES Egypt no 9 parent
281 0 0 0 1 0 0 1 0 0 13 m white no NO UnitedKingdom no 3 parent

Tabela 4: Quadro de Dados Simplificado (248 x 17).

Co1 Co2 Co3 Co4 Cos5 Co6 Co7 Co8 Co9 Cio Ci1 Ci2 C13 C14 Ci15 Ci6 C17
11 1 0 1 0 0 1 1 0 0 15 m asian no Indonesia no self
20 1 1 1 0 1 1 0 1 0 15 m middleeastern no Argentina no parent
31 1 1 0 1 1 1 1 1 1 15 f middleeastern no Egypt no parent
2481 0O 0 0 1 0 0 1 0 0 13 m white no United Kingdom no parent

o Substituir as letras “m” e “f” por “Masculino” e “Fe-
minino”, respectivamente.

Essas modifica¢des foram incorporadas ao quadro de da-
dos (Data Frame) do conjunto de entrada, o qual contém
248 participantes, cada um com 17 atributos (conforme
apresentado na Tabela 5). Estes dados foram utilizados no
modelo de RNA desenvolvido neste trabalho.

As dez primeiras colunas da Tabela 5 mantém a mesma
nomenclatura descrita na Tabela 1, enquanto as sete res-
tantes estdo descritas na Tabela 6.

3.2.4 Quadro de Dados do Modelo de RNA (248 x 1)

A Tabela 7 apresenta o quadro de dados (Data Frame) do
conjunto de entrada, contendo 248 participantes, cada um
com 1 atributo. A coluna é denominada “y real” e repre-
senta o atributo que indica se o participante foi ou nao
diagnosticado com TEA por profissionais. O valor 1 indica
participante com TEA, enquanto o valor 0 indica partici-
pante sem TEA.

3.3 Processamento

3.3.1 Dados do Conjunto de Entrada
o 248 participantes, cada um com 17 atributos: quadro de
dados (248 x 17) conforme mostrado na Tabela 5;
o 248 participantes, cada um com 1 atributo: quadro de
dados (248 x 1) conforme mostrado na Tabela 7.

3.3.2 Arquitetura da RNA
Aarquitetura do modelo de RNA para um participante qual-
quer (com 17 atributos) é ilustrada na Fig. 5. Observe que a
camada de entrada possui 17 neurdnios, que representam
o nimero de atributos.

Na Tabela 8 apresenta-se um resumo da arquitetura do
modelo de RNA adotado:

10 Dropout é uma técnica de regulariza¢do que desativa aleatoriamente
uma porcentagem dos neurdnios durante o treinamento para preve-
nir o superajuste (overfitting). O nimero de parametros permanece
constante.
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Tabela 5: Quadro de dados do modelo de RNA (conjunto de entrada) contendo 248 participantes, cada um com 17
atributos.
Co1 Co2 Co3 Co4 Co5 Co6 Co7 Co8 Co9 Cio Cua C12 C13 Ci4 C15 C16 C17
1 Sim Sim Nao Sim Nao Nao Sim Sim Nao Nao 15 Masculino Asidtico Nio Indonésia Nio Eumesmo
> Nao Sim Sim Sim Ndo Sim Sim Ndo Sim Ndo 15 Masculino Oriente Médio Ndo Argentina N&o Paiou Mae

3 Sim Sim Sim Ndo Sim Sim Sim Sim Sim Sim 15 Feminino Oriente Médio Nio Egito Nao Paiou Mae

24,8Sim Ndo Ndo Ndo Sim Nao Nao Sim Ndo Ndo 13 Masculino Branco Nado Reino Unido Nao Paiou Mae

Tabela 6: Sete caracteris‘ticas: pessoais, clinicas e Para a primeira camada oculta:
operacionais.

Item Caracteristicas pessoais, clinicas e operacionais Uy w%) wg) . will)7 X1
C11 Qual é sua idade? Uia ~ W(le) ngz) . W511)7 X2
C12 Qual é 0 seu sexo? - . .

C13 Qual éasua etnia? U128/ 15851 ® ) B x17/ 11

C14 Teve ictericia ao nascer? * Wig1 Wiga o Wigir/ g x17 7
C15 Pais de residéncia? gu
C16 Jausou algum aplicativo de triagem antes? . :}2
C17 Quem esta completando o teste? :

b1128/ 12841
Fonte: Adaptado de Tabtah (2017).
. - )
Tabela 7: Quadro de dados do modelo de RNA (conjunto w = Wix+b
de entrada) contendo 248 participantes cada um com 1 fi(un) max(0, U11)
atributo. fiu) max(0, U>)
y real hy = fi(w) = . = .
10 1(Uy 128) max(0, U;158)/ 1,81
2 0
31 Para a segunda camada oculta:
2480 (2) (2) (2)
Uz Wi Wi T Wl 128 h11
122 W Wl i hrz
Camada Camada Camada Camada . = . .
de Entrada Oculta 1 Oculta 2 de Saida . : : : .
U6 (2) (2) (2) hy 128
oo e b 2047 641 Wen1 Wesz - Wes128/ g4x128 11287 128x1
/1 (ReLy) 2 ReLy) f (sigmoide) b21
@ w qp o) WO boy
2.176 pesos 8.192 pesos 64 pesos +
17 neurdnios 128 neurdnios 64 neurdnios 1 neurénio .
b, 647 6/4,x1
Figura 5: Arquitetura do modelo de RNA para um
participante qualquer. Fonte: Os autores (2026). w = WPh+b,
f2(u21) max(0, U)
Tabela 8: Arquitetura do modelo de RNA deste trabalho. b = fyluy) = fa(uz2) B max(0, Us5)
Camada Tipo Neurdnios Ativacdo Dropout! Parametros 2 = w2l = : - :
1 Entrada 17 - - - ’ '
max

2 Densa 128 ReLU 30% 2304 2(U;64) ax(0, U, ¢,,) 64x1
3 Densa 64 ReLU 30% 8.256 ,

4 Saida 1 Sigmoide - 65 Para a camada de saida:

Total 10.625
hx
3.3.3 0 Modelo Matemadtico 3 @) 3) hza
Para a camada de entrada: u= (Wl Wi Wey, ) 1x64 | +b
X1 h, 64/ 64x1

X2

X17/ 17%1
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u = W®h,+b
y o= fw = b (4)

Seja

s = (128 x17) + (64 x 128) + (1 x 64) + (128 x 1)
+ (64 x1)+1=10.625

W(l)
w® Q1
o
a= WO | (5)
by .
bz s/ sx1
b sx1
Das Egs. (4) e (5), obtém-se
v = f(w), u=¢a) (6)

Portanto, o modelo matematico de RNA é dado por

y = o) (7)
onde y=foc.

3.3.4 Treinamento e Validagdo

o Particao dos Dados: Neste trabalho, optou-se pela es-
tratégia de particdo tinica dos dados (70% para treina-
mento e 30% para validagao), permitindo que o desem-
penho do modelo fosse avaliado em um conjunto inde-
pendente ndo utilizado durante o treinamento. Embora
a validacdo cruzada possa fornecer estimativas mais
robustas em conjuntos de dados reduzidos, a estratégia
adotada foi complementada por técnicas de regulariza-
¢ao descritas na etapa de treinamento, visando reduzir
orisco de sobreajuste (overfitting). A Tabela 9 apresenta
a divisdo destes dados.

Tabela 9: Divisdo do conjuntos de dados (248 entradas).
Conjunto  Treino Validagdao
Propor¢ao 70% 30%

Participantes 173 75

Notacao matricial:
— Dados para o conjunto de treino:

* Os 10 primeiros atributos: A = (a,-j)mxlo
— Dados para o conjunto de validagao:

* QOs 10 primeiros atributos: B = (bij)75><10

o Treinamento e Validag¢do: O treino da RNA é realizado
em épocas. Em cada época o vetor de parametros o
é atualizado. O vetor de pardametro 6timo a* € R® é
alcancado quando a funcao de perda (erro quadratico
médio, definida na Eq. (2)) se estabiliza ou quando suas

oscila¢des tornam-se insignificantes. Neste modelo, o
parametro 6timo foi obtido apds 40 épocas.

Durante o treinamento, enquanto sdo calculadas a perda
e acuracia da época atual no conjunto de treino, sdo
também calculadas a perda e acuracia da época anterior
no conjunto de validagdo.

A evolugdo das curvas de perda e acuracia para os con-
juntos de treino e validagdo ao longo das épocas é mos-
trada na Fig. 6. Os valores especificos de perda e acu-

Perda no Treinamento e Validagdo Acurécia no Treinamento e Validagao

—e— Treinamen to 100 { = Treinament to
—— Validagao —— Validagao

o 5 o 15 20 25 3 3B 4 [ H o 15 20 25 3 3 4
Epocas Epocas

Figura 6: Curvas da perda e acurdcia do treinamento e
validacdo do modelo. Fonte: Os autores (2026).

racia para a época 40 sdo apresentados na Tabela 10.
Durante o treinamento, a acuracia na época 40 é calcu-

Tabela 10: Resultado do modelo na época 40.
Métricas
Conjunto Perda Acuracia Epoca
Treino 0,0064 99,42% 40
Valida¢do 0,0813 92,00% 40

lada por:
. .. _ nuamero de predicoes corretas
Acuracia = —
total de predigdes
- 172 _
= 13 - %9942 (8)

Embora o conjunto de dados utilizado seja relativa-
mente reduzido para aplica¢des de aprendizado pro-
fundo, em razdo da escassez de bases publicas para ado-
lescentes, foram adotadas estratégias para minimizar o
risco de sobreajuste (overfitting), incluindo a utilizacdo
de camadas Dropout, a interrupcao antecipada do treina-
mento (Early Stopping) com restauracdo dos melhores
pesos e a avaliacao do desempenho em um conjunto
de valida¢ao independente. Essas medidas contribuem
para aumentar a capacidade de generalizacdao do mo-
delo.

3.3.5 Andlise do modelo de RNA no conjunto de validagdo

o Probabilidade predita ajustada de TEA: O estudo de

Valores Preditos Positivos (VPP), apresentados na Ta-
bela 1, deve ser considerado para prever se um individuo
tem a probabilidade de apresentar TEA.
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Considere

vp = (0,48 0,50 0,67 0,65 0,65 0,70 0,66 0,63

0,66 0,63)", 9)
+ + _ Vi vy
v € Bvp, vn = V= Vm’
vV = (@—p)y+pvn (10)

onde:

. v,‘; : vetor (10 x 1) com os Valores Preditivos Positivos
(conforme Tabela 1).

e B: matriz (75 x 10) dos 10 primeiros atributos do
conjunto de validacao.

e By : vetor (75 x 1) do escore de risco de TEA baseado

em VPP.

v* : componente do vetor Bvp.

Vm, v : valores minimo e maximo do vetor Bvy.

vn : valor normalizado no intervalo [0, 1].

w : parametro de ajuste no intervalo [0, 1].

vy = y(a*) : probabilidade predita de TEA no con-

junto de validacao.

¢ : probabilidade predita ajustada de TEA no conjunto
de validacao.

Para valores maiores de ;, maior é a contribuicao dos
VPP. Neste trabalho, adotou-se . = 0, 1.

Selecdo do threshold? 6timo com base em métricas de
validagao: Para o conjunto de validacdo composto por
75 entradas, cada uma com 17 atributos, foram avalia-
dos trés valores de threshold, especificamente 0, 5, 0, 45
e 0, 4. A selecdo considerou as probabilidades preditas
ajustadas v, calculadas pela Eq. (10).

A andlise comparativa desses limiares permite avaliar
o balanco entre as diferentes métricas de desempenho
do modelo.

As matrizes de confusdo para cada threshold sao apre-
sentadas na Tabela 11, enquanto as métricas quanti-
tativas correspondentes sao detalhadas na Tabela 12.

Tabela 11: Matrizes de Confusao para diferentes

thresholds.
Threshold 0,5 0,45 0,4
. ~ 30 5 20 6 28 7
Matriz de Confusdo ( 1 39) ( 1 39) ( o 40)

Tabela 12: Métricas de avaliacdo do modelo para
diferentes thresholds.
Classe 1 (TEA)

Threshold Acurdcia Precisio Recall3 Fi-Score# ROC-AUC
0,5 0,9200 0,89 0,97 0,93
0,45 0,9067 0,87 0,97 0,92 0,9593

0,4 0,067 0,85 1,00 0,92

A analise das métricas revela importantes balancos en-
tre sensibilidade e especificidade:

— Threshold 0,5: Apresenta o melhor equilibrio geral,
com F1-Score de 0,93 e acuracia de 92,00%. Este
limiar mantém alta Precisdo (89%) enquanto pre-
servarecall elevado (97%), sendo adequado para apli-
cacles que requerem bom equilibrio entre identi-
ficacao de casos positivos e minimizacao de falsos
positivos.

— Threshold 0,45: Mantém performance similar ao li-
miar 0,5, com pequena reducdo na Precisdo (87%)
e acuracia (90,67%), enquanto preserva o recall em
97%.

— Threshold 0,4: Destaca-se pelo recall maximo
(100%), identificando todos os casos positivos de
TEA. No entanto, essa sensibilidade maxima vem a
custa de menor Precisado (85%) e aumento de falsos
positivos, como evidenciado pela matriz de confusao.

0 valor de ROC-AUC de 0,9593, constante para todos os
thresholds, indica excelente capacidade discriminativa
do modelo, classificando-o como altamente preciso na
distincdo entre pacientes com e sem TEA. Esta métrica
reflete a robustez do modelo independentemente do
limiar escolhido.

Para o modelo deste trabalho, adotou-se o threshold de
0,5 como valor 6timo. Esta escolha baseou-se no critério
de selecdo do melhor F1-Score, e em caso de empate, da
melhor Precisao paraa classe 1 (TEA). O threshold de 0,5
atende a ambos os critérios, apresentando o maior F1-
Score (0,93) e a maior Precisdo (0,89) entre os valores
testados.

Para aplicagdes clinicas de triagem de TEA, a reducéo
da taxa de falsos negativos constitui um aspecto prio-
ritario, pois individuos ndo identificados pelo sistema
podem deixar de ser encaminhados para avaliacdo cli-
nica especializada. Sob essa perspectiva, o threshold
de 0,4 apresenta uma vantagem ao alcancar Recall de
100%, identificando todos os casos positivos do con-
junto de validacdo, embora a custa de maior nimero
de falsos positivos. Por outro lado, o threshold de 0,5
oferece o melhor equilibrio global entre Acuracia, Preci-
sdo, Recall e F1-Score, razdo pela qual foi adotado neste
trabalho.

2Threshold (Limiar de Decisdo): valor entre 0 e 1 que define o ponto de
corte para converter probabilidades em classificagdes bindrias. Proba-
bilidades acima do threshold sao classificadas como positivas (TEA)
e abaixo como negativas (ndo TEA). A escolha do threshold impacta
diretamente as taxas de falso-positivos e falso-negativos do modelo.

3Recall (Revocagdo ou Sensibilidade): proporgao de casos positivos reais y = y(a¥) (11)
que foram corretamente identificados pelo modelo. Mede a capacidade
do modelo de encontrar todos os casos relevantes.

4F1-Score: Métrica harménica que combina Precisdo e Recall em um
unico valor, calculada pela média harmonica entre essas duas métricas
(F1-Score = 2 x (Precisdo x Recall)/(Precisdo + Recall)). Ideal para

3.3.6 Predicdo
o Predicdao do modelo RNA:

avaliar modelos em conjuntos de dados desbalanceados, pois equilibra
a importancia dos falsos positivos e falsos negativos.
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onde

e y : probabilidade predita de TEA de um participante
qualquer.

o Predicao do modelo RNA ajustado com VPP:

un = M
Uy — Um
y = (1—p)y+ pun

onde

e D: matriz (1 x 10) com os 10 primeiros atributos de
um participante qualquer.

e d =Dy : escalar do escore de risco de TEA baseado
em VPP.

o« A v; : vetor (173 x 10) do escore de risco de TEA ba-
seado em VPP.

e Um, Uy : valores minimo e maximo do vetor Avj.

e Up : valor normalizado no intervalo [0, 1].

e y = y(a*) : probabilidade predita de TEA de um
participante qualquer.

e J: probabilidade predita ajustada de TEA de um par-
ticipante qualquer.

3.3.7 0cddigo do Modelo de RNA

Aimplementacdo referente a Secdo 3.3 foi desenvolvida em
Python, utilizando o ambiente de desenvolvimento IDLE
da versao 3.11 no Windows.

Para o desenvolvimento do modelo de RNA, foi criado
0 c6digo code_b.py, no qual foram utilizadas as seguintes
bibliotecas principais:

o TensorFlow/Keras: Para construcdo, treinamento e va-
lidacdo da arquitetura de RNA.

o pandas e numpy: Para manipulacao e processamento dos
dados de entrada.

o scikit-learn: Para pré—processamento
(OneHotEncoder, MinMaxScaler), divisao dos dados
e calculo de métricas de avaliacdo.

o joblib: Para armazenamento e carregamento dos pré-
processadores e parametros do modelo.

o matplotlib: Para visualizagdo grafica do desempenho
do treinamento.

O cddigo gera os arquivos de saida apresentados na Ta-
bela 13. Estes arquivos constituem o conjunto completo
necessario para deploy? e utilizacdo do modelo em ambi-
ente de producao.

3.4 Desenvolvimento do Aplicativo Web

O desenvolvimento do aplicativo web seguiu as seguintes
etapas:

3.4.1 Elaboragdo do Formuldrio de Triagem

O formulario de triagem para Transtorno do Espectro Au-
tista (TEA) em adolescentes foi desenvolvido utilizando o

3Implanta¢do do modelo em ambiente de produg¢io, permitindo sua
utilizacdo em aplicagdes reais.

Google Forms. As questdes que compdem o instrumento
sdo apresentadas na Tabela 14. O formulario é de acesso
publico e pode ser preenchido por qualquer adolescente
que deseje verificar a probabilidade de apresentar caracte-
risticas do espectro autista.

3.4.2 Base de Dados

Na Fig. 7 é apresentada a planilha de respostas (Google
Sheets) de um participante que preencheu o formulario de
triagem as 17:47:03 h do dia 16/09/2025.

3.4.3 Oaplicativo web no Ambiente de Produ¢do

I. Elaboragédo do codigo: O cédigo foi desenvolvido em
Python, utilizando o ambiente de desenvolvimento
IDLE da versdo 3.11 no Windows. O arquivo principal
denomina-se app. py.
0 c4digo app . py implementa a aplica¢do web utilizando
o framework Flask e possui as seguintes funcionalida-
des principais:

— Criacao de uma API RESTful com endpoints para
acesso aos resultados da triagem

— Integracdo com Google Sheets para captura automa-
tica dos formularios preenchidos

— Carregamento do modelo de RNA treinado e dos pré-
processadores

— Sistema de autenticacdo via token para controle de
acesso

— Processamento em tempo real dos dados dos partici-
pantes

— Geracdo de relatérios personalizados com classifica-
¢ao da probabilidade de TEA

— Interface web responsiva para exibi¢ao dos resulta-
dos

— Armazenamento em cache dos resultados na mema-
ria RAM

Foram utilizadas as seguintes bibliotecas principais no
desenvolvimento:

o Flask: Framework web para criacdo da aplicagao e
endpoints da API

o TensorFlow/Keras: Carregamento e utilizacao do mo-
delo de RNA treinado

o pandas e numpy: Manipulac¢do e processamento dos
dados de entrada

o joblib: Carregamento dos pré-processadores
(scaler.pkl € encoder .pkl)

o datetime € collections: Controle de timestamps e
gerenciamento de resultados

o secrets: Geragao de tokens seguros para autentica-
¢ao

A aplicacdo é capaz de processar requisi¢des simulta-
neas, armazenar resultados em cache na memaoria RAM
e gerar links personalizados para cada participante,
garantindo a confidencialidade dos dados.

II. O aplicativo web Triagem de TEA para Adolescentes
(TRIA-TEA Adolescente): Este aplicativo consiste em
um conjunto de sete arquivos: o c6digo app . py € 0s seis
arquivos listados na Tabela 13.
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Tabela 13: Arquivos de saida do c4digo code_b.py.

n® Nome Descricao

1 meu_modelo_TEA.keras Modelo de RNA treinado e validado

2 scaler.pkl Normalizador dos dados numeéricos (MinMaxScaler)

3 encoderer.pkl Codificador das variaveis categéricas (OneHotEncoder)

/, feature_cols.csv Lista dos 17 atributos utilizados como entrada pelo modelo

5 threshold.pkl Valor 6timo do limiar (threshold) determinado para classificagao
6 parametros_ppv.pkl  Parametros para calculo dos escores com VPP

Tabela 14: Formulario de Triagem de TEA para Adolescentes.

n° Questoes Alternativas

1 Vocé esta sempre percebendo padrdes nas coisas? oSim oNao

2 Vocé, geralmente, se concentra mais na imagem geral do que nos pequenos o Sim o Nao
detalhes?

3 Em um grupo social, vocé consegue acompanhar facilmente varias conversas o Sim o Nao
diferentes ao mesmo tempo?
4 Se houver uma interrupgao, vocé consegue voltar rapidamente ao que estava o Sim o Nao

fazendo?
5 Frequentemente, vocé tem dificuldade em manter uma conversa em anda- o Sim o Nao
mento?

6 Vocé se sai bem em pequenas conversas sociais? oSim oNao

7 Nainfancia, vocé costumava brincar de faz-de-conta com os amiguinhos? oSim o N&o

8 Vocé apresenta dificuldades em se colocar no lugar de outra pessoa? oSim oNao

9 Vocé se sente a vontade em situagdes sociais? oSim o Nao

10 Vocé tem dificuldade em fazer novos amigos? oSim oNao

11 Qual é sua idade? 012 013 o014 o015 o016

12 Qual é o seu sexo? o Feminino o Masculino

13 Qual é a sua etnia? o Asidtico oBranco o Hispanico o
Indigena oLatino oNegro oOriente
Médio oOutros o Sul Asiaticos

14 Teve ictericia ao nascer? oSim o Nao

15 Pais de residéncia? Afeganistdo, Albania, Andorra, Angola,
Anguila, Argentina, Argélia, Arménia,
Aruba, Australia, Azerbaijao, Bahamas,
Bahrein, Bangladesh, Barbados, Belize,
Bielorrtssia, Brasil, Bélgica, Canad4, Co-
mores, Croacia, Egito, Emirados Arabes
Unidos, Estados Unidos, Estonia, Europa,
Finlandia, Fran¢a, Groenlandia, Ilha de
Man, Ilhas Canarias, Indonésia, Irlanda,
Jordania, Nigéria, Noruega, Nova Zelan-
dia, Paises Baixos, Portugal, Reino Unido,
Samoa Americana, Suécia, Tailandia, Vi-
etnd, Africa do Sul, Austria, India

16 Ja usou algum aplicativo de triagem antes? oSim o Nao

17 Quem esta completando o teste? oEumesmo oOutros o PaiouMae

o Parente o Profissional de saude

Fonte: Os autores (2026).

Form Responses v @

arimbodedata/hora v 1.Vocéestd v 2.Vocé,(v 3.Emunv 4 Sehowv 5 Frequev 6. Vocésiv 7.Nainfinv 8. Vocéajv 9. Vocé:v 10.Vocélv 11.Qualé v 12 Qualéov 13. Qualéav 14.Teveicv 15.Paisderv 16.Jdusolv 17.Quemesv

16/09/202517:47:03  Sim Nao Nao sim sim Nao Nao Nao Nao sim 14 Feminino Hispanico Nao Brasil Nao Eumesmo

Figura 7: Planilha de resposta (base de dados) de um participante. Fonte: Os autores (2026).

III. TRIA-TEA Adolescente: Ambiente Local: Para validar nome de preferéncia)
o funcionamento do aplicativo TRIA-TEA Adolescente 29 Copiar todos os arquivos do aplicativo web TRIA-TEA
antes da implantacao em um servidor web, realizou- Adolescente para a pasta VIP.
se testes em ambiente local. Para isso, utilizou-se um 3% Executar os comandos sequenciais apresentados na
Ambiente Virtual (AV) no sistema Windows. Os passos Tabela 15:
para configuracdo do AV sdo: 4° Se a configuracao for bem-sucedida, o apli-

) ) cativo estard acessivel através do endereco
1° Criar uma pasta denominada VIP (ou qualquer outro http://127.0.0.1:5000
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Tabela 15: Comandos para Configuragao do Ambiente Virtual e Execucao da Aplicacdo.

n°® Comando

Descricdo

E:\VIP>python -m venv venv
E:\VIP>venv\Scripts\activate.bat
(venv) E:\VIP>

RN WN R

(venv) E:\VIP>python app.py

Criar ambiente virtual
Ativar ambiente virtual
Ambiente virtual ativado

(venv) E:\VIP>pip install flask tensorflow scikit-learn pandas numpy Instalar dependéncias

Executar aplicacdo

IV. TRIA-TEA Adolescente: Ambiente de Producao: Apos
validacdo no ambiente local, conforme descrito no Item
I1I, o aplicativo web TRIA-TEA Adolescente foi armaze-
nado no GitHub* utilizando controle de versio e subse-
quentemente implantado deploy em ambiente de pro-
dugio na plataforma Render?. O deploy encontra-se em
operacdo como um servidor web ativo, e o aplicativo esta
publicamente acessivel através do seguinte endereco:
https://apptea.onrender.com.

3.4.4 Site do Aplicativo Web Triagem de TEA para Adoles-
centes

0 aplicativo web TRIA-TEA Adolescente esta hospedado e

disponivel publicamente através do seguinte enderego:

https://sites.google.com/view/tea-ufsj

A pagina inicial (home) do site é apresentada na Fig. 8.
Este endereco eletrdnico constitui a interface principal de
acesso ao sistema de triagem, permitindo que usuarios,
profissionais de satide e educadores realizem a avaliagido
inicial de caracteristicas do Transtorno do Espectro Au-
tista em adolescentes. A interface web foi desenvolvida
para oferecer uma experiéncia intuitiva e acessivel, garan-
tindo usabilidade tanto para o publico leigo quanto para
profissionais da area da satdde.

4 Conclusoes

Este trabalho teve como objetivo desenvolver um modelo
de Rede Neural Artificial (RNA) para um problema de clas-
sificacdo binaria, visando determinar a probabilidade de
um adolescente apresentar Transtorno do Espectro Au-
tista (TEA). Adicionalmente, buscou-se implementar esse
modelo em um aplicativo web publico, em portugués, para
triagem de TEA em adolescentes.

Nesse contexto, o estudo permitiu as seguintes conclu-
soes:

(a) Foi elaborado um modelo de RNA do tipo Perceptron
Multicamadas (MLP - Multilayer Perceptron), im-
plementado em Python e documentado no arquivo
code_b.py. O processo de treinamento e validacdao do
modelo gerou seis artefatos, listados na Tabela 13.

40 GitHub é uma plataforma de hospedagem e controle de versio de
cddigo baseada no sistema Git. Ela permite armazenar, gerenciar e
compartilhar projetos de software, facilitando o trabalho colaborativo
entre desenvolvedores. https://github.com

50 Render é uma plataforma de computag¢io em nuvem que permite
implantar e gerenciar aplicagdes web de forma automatizada. Oferece
integracdo com repositdrios Git, suporte a multiplas linguagens e
recursos como SSL automatico e escalonamento dindmico, facilitando
o deploy continuo e a operagdo de aplicagées em produgdo. https:
//render.com

DEMAT/UFS)

Aplicativo Web

Triagem de TEA

para
Adolescentes

(TRIA-TEA Adolescente)

1

Deseja avaliar a probabilidade de caracteristicas
do Transtorno do Espectro Autista?

Responda o Formulario de
Triagem

Atengao: Esta é uma ferramenta de triagem inicial. Os
resultados devem ser interpretados por profissionais
qualificados. Ap6s enviar o formulario, clique no link

disponibilizado para receber seu cédigo de
identificagao personalizado.

Figura 8: Pagina inicial do aplicativo web Triagem de TEA
para Adolescentes. Fonte: Os autores (2026).

A avaliacao de desempenho foi realizada com base
no conjunto de dados de validagao, adotando-se um
threshold 6timo de 0,5 para classificacdo. O modelo
alcancou uma perda de 0,0812, acuracia de 92%,
F1-Score de 0,93 e area sob a curva ROC-AUC de 0,96.
Essas, métricas atestam a alta capacidade preditiva e
a robustez do modelo implementado para a tarefa de
triagem.
(b) Foi desenvolvido e colocado em producao o aplicativo
web TRIA-TEA Adolescente (que consiste em um ar-
quivo Python denominado app.py € 0s seis artefatos
de saida do modelo listados no Item (a)), destinados a
triagem de TEA em adolescentes. De acesso publico e
em portugués, o aplicativo esta disponivel no endereco
eletronico: https://sites.google.com/view/tea-ufsj.
A ferramenta funciona como um instrumento de ras-
treio inicial para identificar possiveis tracos do espectro
autista, podendo ser utilizada por pais, educadores e
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https://render.com
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profissionais de satide. Ressalta-se que os resultados
fornecidos sao preliminares e devem ser interpretados
como um indicativo para encaminhamento a avaliacdo
clinica especializada, responsavel pelo diagnéstico de-
finitivo.

Ressalta-se que o modelo foi treinado com uma base de
dados internacional amplamente utilizada na literatura
sobre triagem de TEA. Embora o aplicativo tenha sido de-
senvolvido em portugués, estudos futuros envolvendo ba-
ses de dados de adolescentes brasileiros serao importantes
para avaliar a capacidade de generalizacao do modelo e
sua adequacdo as caracteristicas demograficas, culturais e
linguisticas da popula¢ao nacional.
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